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Resumo

Em teoria de las, estuda-se seu comportamento, seu processfdrmacao e
analisam-se caractersticas de desempenho, tais como o umesperado de clien-
tes no sistema e na la, a intensidade do tafego, de nida como sda a razao entre
a taxa de chegada e a taxa de atendimento, entre outros. No emti@ sabe-se que
na maioria das vezes os parametros envolvidos no processo reemc®nhecidos e
precisam ser estimados atrawes de algum netodo estatstico. dfa tese visa obter
estimativas para algumas medidas de desempenho em las markovisnaitas e
in nitas com umunico servidor, denominadas respectivamente pavi=M=1=K e
M=M=1, na notacao de Kendall. Uma metodologia sobre o enfoque freqtista
e bayesianoe apresentada. Do ponto de vista chssico, foi ctetada a preserca
de vcio no estimador de maxima verossimilharca para e investigada a utilizacao
do conhecido netodobootstrapnao paranetrico para sua correcao. Sob o enfoque
bayesiano, foram obtidas distribuceesa posteriori e preditivas para parametros de
interesse. Amostras foram obtidas atrawes de simulacao. Ossultados apontaram
para uma correcao efetiva do vcio, possibilitando reducao ntamanho de amos-
tra, com consequente diminucao nos custos e tempo para a obt@o da medidas
de desempenho. Quanto ao netodo bayesiano, observou-se gator de Bayes
gue \arias sao as distribucees priori que poderiam se empregadas, entre as in-
formativas e nao informativas. Tamkem, para lasM=M=1=K, os estimadores

bayesianos para apresentaram a menor variabilidade entre todos, embora nao



tenham sido aqueles com os menores erros de estimacao nedios.

Palavras-chaves: Filas markovianas; predcao bayesiana; medidas de desempe-

nho; intensidade de tafego.



Abstract

In queueing theory, the behavior and formation process of queuare studied
and their performance measures are analyzed, including the numhoé customer
in the system and in the queue, the tra c intensity, which is de ned & the ratio
between the arrival rate and the service rate, among others. tever, the pa-
rameters of the process are usually unknown and must be estinthtesing some
statistical inferential method. This thesis aims at obtaining estimags for some
performance measures df1I=M=1=K and M=M=1 queues, which, in Kendall no-
tation, stands for Markovian single-server nite and in nity queues, respectively.
A methodology based on the classical frequentist and Bayesian apgaches is pre-
sented. From the classical point of view, the maximum likelihood estirt@ for

was shown to be biased and a correction based on the well-known parame-
tric bootstrap method for correction was proposed and investiggd. Under the
Bayesian approacha posteriori and predictive distributions were obtained for the
parameters of interest. Samples were obtained through simulat&nThe results
have shown an e ective correction of bias, enabling reduction in theample size,
with consequent reduction in costs and time to obtain the perfornmece measures.
Concerning the Bayesian method, it was observed from the Bayextor that se-
veral a priori distributions could be used, among informative and non-informative
ones. Also, forM=M=1=K queues, Bayesian estimators for presented the lowest

variability although they were not the ones with the lowest bias in avage.



Keywords: Markovian queues; Bayesian prediction; performance measurgsj-

C intensity.



Glossrio

Algumas de ncoees de smbolos e abreviacoes, usadas fregtemente ao longo
deste texto, sao apresentadas neste glossario. As de reeestao listadas em ordem

alfaketica, com as letras gregas inseridas de acordo com seu n@ameportugués.

A=B=X=Y=Z. Notacao usual para descrever um modelo de las, em gue re-
presenta o padrao de chegad®,, o de servco, X, o rumero de canais de
servco, Y, a capacidade total do sistema (incluindo os itens em servco) e

Z, a disciplina da la;
A: Matriz geradora, para o processo de nascimento-e-morte de ustesna de las;
Bjx: Fator de Bayes para comparar dois modeldd; e My;
E(Mjx): Representa a esperarca preditiva posteriori do rumero de clientes M);
EMV: Estimador de maxima verossimilharnca;
EPM: Erro padrao da nedia;

FIFO: Disciplina de la “primeiro a chegar, primeiro a ser atendido' (do inglés

‘First-In, First-Out );
f (t): Densidade de probabilidade dos tempos entre chegadas;
g(t): Densidade de probabilidade dos tempos de servco;

10



I ( ): Informacao de Fisher para ;
K: Capacidade total (incluindo os itens em servico) de um sistema de $a
L: Numero esperado de clientes no sistema,;

LIFO: Disciplina de la ultimo a chegar, primeiro a ser atendido’ (do inglésLast-

In, First-Out ");
L4 Tamanho nedio da la;
. Taxa de chegada na la;
M : Numero de clientes no sistema no momento da partida;

M : Processo markoviano (quando inserido na notac#e=-B=X=Y =Z, para descre-

ver um modelo de las);
. Taxa de servco na la;
p.: Probabilidade estacioraria de haven clientes no sistema de las;

P.(t): Probabilidade estacioraria de haven ustarios no sistema de las em tempo

contnuo;
p( ): Distribucao de probabilidadea priori ;
p(xj )ouL( ;x): Furcao de verossimilharca;
P( jx): Distribucao de probabilidadea posteriori;
. Intensidade de tafego, de nida como =
: Parametro desconhecido, sobre o qual se deseja realizar irfera;

X = fXq;Xo; ; Xng: Representa uma amostra aleabria do rumero de clientes que

caram no sistema emn momentos de partidas de ustarios;

11



W: Tempo nedio de espera no sistema;

W,: Tempo nedio de espera na la.

12



Indice

Resumo
Abstract

Glossrio

Lista de Figuras

Lista de Tabelas

1 Introdwcao

1.1 MotiVecao . . . . . . o o e

1.2 Contribucees . . . . . . . . e

1.3 Organizac@o . . . . . . . .o e e e

2 ltens Fundamentais

2.1 Introdwaoa Teoriade Filas . . . . .. . . . . .. ... ... ....

211
2.1.2
2.1.3
214
215

Padrao de Chegada dos Clientes . . . .. .. ........
Padraode Servco . . . . . . . . ... Lo
Numero de Servidores . . . . . . . ...
Capacidade do Sistema e Eshagios de Servco . . . . . . ..

Populacao de Uswarios . . . . . . .. .. .. .. .. .....

13

10

16

17



2.1.6 DisciplinadaFila . ... ... ... .. ............ 13

2.2 Processos de Nascimento-e-Morte . . . . ... ... ... ..... 13
2.3 Inferéncia Chssica . . . .. .. .. .. ... 18
2.4 CorrecaoBootstrapde Veio . . . . . .. ... Lo o 18
2.5 |Inferéncia Bayesiana . . ... .. ... ... ..o 19
2.6 Observacees Finais . . .. .. ... .. ... .. ... ... 21
Metodologia Inferencial 22
3.1 FilasM=M=1 . .. .. ... . .. 22
3.1.1 Introdwcao . . . . . . ... 22
3.1.2 Inferéncia Chssica . . . . .. ... ... ... .. .. ..., 25
3.1.3 Correcao de VcioviaBootstrap . . . . . .. ... ... ... 27
3.1.4 Inferéncia Bayesiana . . . ... ... .. ... ........ 27
3.2 FilasM=M=1=K . . .. ... ... ... 37
3.21 Introdwcao . . . . . . ... 37
3.2.2 Inferéncia Chssica . . . . .. .. .. ... ... .. 37
3.2.3 CorrecaoBootstrap . . . . . . .. ... 39
3.2.4 Inferéncia Bayesiana . . .. ... ... ... ... .. ..., 40
3.25 Simulecao . . . ... ... 42
3.3 Observacees Finais . . . . .. ... .. ... ... ... 44
Resultados Computacionais e Discussao 45
4.1 FilasM=M=1 . . . . . . . . . . e 45
411 Inferéencia Chssica . . . .. .. .. ... ... 46
4.1.2 InferénciaBayesiana . . .. ... ... .. .. ........ 54
4.2 FilasM/M/LIK . . . . . . e 59
4.3 Observacees Finais . . . . .. .. .. . .. ... 67

14



5 Conclusees e Observacees Finais
5.1 Sumario . . . ...

5.2 Propostas de Continuidade . . . . . ... ... ... .........
Referéncias Biblioga cas
A Listagem dos Programas em R para Filas M=M=1

B Listagem dos Programas em R para Filas M=M=1=K

15

68
68
70

71

s

83



Lista de Figuras

1.1 Diagrama morfobgico das abordagens inferenciais para las nkar
VIBNAS . . . . e e e 6
2.1 Sistema com canal simples com launica . . . . ... ... ..... 11
2.2 Sistema multicanal com launica . . . . ... ... ... ...... 11
2.3 Sistema multicanal com lasem paralelo . . ... ... ... .... 12
2.4 Sistema com retroalimentecaof¢edback . . . . . .. ... ... .. 12
4.1 Estimativas chssicas nedias de e EPM (entre parénteses) . . . . . 48
4.2 Desempenho dos estimadorespara . . . . . . .. ... ... ... 49
4.3 Estimativas chssicas nedias dd&. e EPM (entre parénteses) . . . .50
4.4 Desempenho dos estimadorespdta . . . . .. ... ... ... .. 51
4.5 Estimativas chssicas nedias dé.4 e EPM (entre parénteses) . . . . 52
4.6 Desempenho dos estimadores pdrg . . . . ... ... .. ..... 53
4.7 Distribuceesa priori beta e uniforme truncada para . .. .. .. 54
4.8 Desempenho dos estimadores pargparaK =5 .. ... .. .. .. 64
4.9 Desempenho dos estimadores pargparaK =20 . . ... ... .. 65
4.10 Desempenho dos estimadores pargparaK =80 . .. ... .. .. 66

16



Lista de Tabelas

4.1 Estimativas bayesianas nedias de e EPM (entre parénteses)

4.2 Valores exatos e estimativas nedias pataelqy . . . . . ... ...

4.3 Probabilidade preditivaa posteriori do rumero de clientes no sis-
temaeofatordeBayes. . . . . .. .. ... .. ... .. ...

4.4 Estimativas nedias de e EPM (entre parénteses) par& =5 . . .

4.5 Estimativas nedias de e EPM (entre parénteses) par& =20 . .

4.6 Estimativas nedias de e EPM (entre parénteses) pard& =80 . .

17

57

58
61
62
63



Captulo 1

Introdwcao

Teoria de lase um ramo da matenatica que analisa a formacao e ocom-
portamento das las. E uma importante area de pequisa e atrai interesse dos
pesquisadores. Isso porque as las fazem parte do nosso didgaa-8lo supermer-
cado, no banco, nos centros loericos, nos postos de gasolimajre em pratica-
mente qualquer lugar podemos nos deparar com um sistema de lagab8-se que
as las sempre ocorrem quando a procura por um determinado seovapresenta
estocasticidade.

Diversos sao os modelos de las. Na notacao Kendall (1953, um sistema de
lase descrito por uma srie de smbolos e barras, tais comé=B=X=Y =Z, em que
A indica de alguma forma a distribucao do tempo entre chegadas (pexemplo,
M de markoviano, para chegadas Poissor,, o padrao de servco, descrito por
uma distribucao de probabilidade para o tempo de servco (por explo, M de
markoviano, para tempos de servco exponenciaisX, o0 rumero de canais de
servco em paralelo,Y, a capacidade maxima do sistema, incluindo os itens em
atendimento (que, quando omitida, signi ca las com capacidade inita), e Z, a
disciplina da la (por exemplo, disciplina FIFO, ou “primeiro a chegar, primiro

a ser atendido’, do inglég=irst-In, First-Out , que, quando omitida, e a disciplina



subentendida).

O grande interessee a possibilidade de otimizar os sistemas de laarantindo
assim uma redwao dos seus custos operacionais e melhorandodesempenho.
Logo, para o gestor, e essencial o conhecimento de algumas dasactersticas
das las tais como a taxa de chegada,, a taxa de servco, , a intensidade
do tafego!, , de nida como sendo a razao entre e , rumero esperado de
clientes no sistemal., e o tamanho nedio da la, Lq, entre outras. Tais medidas
podem ser quanti cadas e avaliadas atrawes de furcees advisl da teoria de las
(Gross et al, 2009.

1.1 Motivacao

Conforme p ressaltamos, e de importancia para o gestor sabe comporta-
mento do seu sistema baseado em las, de modo que ele possa seriz#uo,
reduzindo seus custos operacionais e tenha melhorado seu deseimp. Assim,
a motivacao para o desenvolvimento desta tese e responderegtioes tais como:
Para qual tipo de problema certo modelo de laseutil? Qual metodmgia infe-
rencial estatstica podemos utilizar? Como obter as estimativas pa as medidas
de desempenho? Que tipo de dados podem ser usados para obterestimativas?
Como podem ser coletados? Como avaliar a signi cancia dos resutiad Estes
e outros aspectos do processo inferencial em modelos de las ro@dnas serao
abordados nesta tese.

A literatura apresenta uma grande quantidade de artigos que deseem estu-

dos sobre estimacao em modelos de las, tanto por netodos iné@ciais chssicos,

LEmbora neste trabalho seja dada preferéncia para a denominap intensidade de tafegg

note-se queas vezes o e chamado defator de utilizacao da estacao de servico.



guanto por netodos bayesianos. Entre os netodos chssicopode-se citar por
exemplo o trabalho deClarke (1957, que apresenta estimadores de nmaxima veros-
similharca e aproximacees para estimar a taxa de chegada o tempo de servcco .
No artigo de Aigner (1979 e apresentada uma comparacao de alguns estimadores
assinbticos para os parametros do model@l=M=1, istoe, las markovianas de ser-
vidorunico. Eles apresentam tambem variancias assinbticas @ra os parametros
do modelo. Schruben & Kulkarni (1982 mostram que estimar taxas de chegada e
taxas de servco resulta em uma difererca notavel entre a disbucao do estado
do modelo (parametros estimados) e a distribucao do estado distema real (pa-
rametros conhecidos).Schruben & Kulkarni (19823 tamkem mostram problemas
nos estimadores quando 1. Zheng & Seila(200Q exploram alguns dos proble-
mas encontrados poSchruben & Kulkarni (1982 e apresentam algumas propostas
para estimar o tempo de espera na laW,, rumero de clientes na la, Lq, tempo
nmedio de espera no sistema)V, e o rumero nedio de clientes no sistemd,, para
las M=M=1. Kannan & Jabarali (2014 descrevem uma aplicacao de laM=M=1
e apresentam estimativas de maxima verossimilharca para las foradas durante
dois perodos, de demanda normal e em perodo de triasPereira et al. (2015
mostram via simulacees Monte Carlo que o estimador de maxima \@ssimilharca
para em las M=M=1e viciado, e propeem um estimadobootstrap para cor-
rigir este vcio, melhorando consequentemente estimativas de oas medidas de
desempenho, tais comb eL,. Por m, ainda no contexto chssico, para aplicacao
em las markovianas nitas, modeloM=M=1=K, tem-se o trabalho deAlouf et al.
(2001, em que sao apresentadas inferéncias paa(capacidade do sistema) e.
Dois netodos sao apresentados para tais estimativas.

Sob o enfoque bayesiano, um dos primeiros trabalhos foi desendalvpor
Muddapur (1972, que estendeu a metodologia desenvolvida p@iarke (1957

atribuindo distribucees de probabilidade para e . Combinando com a furcao



de verossimilharca conjunta para ( ), realizou o processo inferencial para las
M=M=1 e M=M=1 , atrawes do estimador de Bayes para, e . Mais tarde,
Mcgrath et al. (1987ab) apresentam aproximacees em um contexto mais subje-
tivo para las M=M=1 e M=M=1=K. Eles apresentam tamkem uma comparacao
entre os estimadores bayesianos e os estimadores chssicos. s, Mcgrath et al.
(1987h utilizam uma medida de informacao de Shannon para avaliar diferes
tipos de dados a partir do processo de las.

Armero (1999 apresenta uma aralise bayesiana e verica a condcao de er-
godicidade para alguns modelos de lasArmero (1999 tamkem apresenta os
resultados do estudo para lasM=M=c. Armero & Bayarri (1994ab) estudam
distribucees preditivas para estimar algumas medidas de desempe usuais em
las M=M=1 e mostram tambem algumas distribuceesa priori que podem ser
utilizadas para realizar inferéncia para = ( ; ; ). Ao nal, Armero & Bayarri
(19941 utilizam a metodologia em uma aplicacao para dados reais e apresem
estimativas paraL e W.

Tais trabalhos visaram apresentar uma metodologia inferencial qespeci ca
distribucees para e , para encontrar assim um estimador para a intensidade do
tafego, dado por A= "= A, reforcando a necessidade de se conhecer ambas as taxas
de chegada e de servco dos clientes. Outra estrakgia de coleta dados, entre-
tanto, e proposta por Choudhury & Borthakur (2008, em que sao apresentados
momentos da distribuc-aca posteriori e intervalos de credibilidade para para las
M=M=1. O importante no trabalho deChoudhury & Borthakur (2009e que cou
demonstrado que naoe necessario conhecer as taxag para inferéncia sobre
algumas medidas de desempenho importantes. De fa@houdhury & Borthakur
(2008 mostram que, a partir do conhecimento da distribucao do um® de cli-
entes no sistema nos momentos de partida de um usuario,e posd obter \arias

medidas de desempenho. Um diagrama morfobgico das abordagerencionadas



e apresentado na Figural.l

A proposta desta tesee desenvolver uma abordagem chssicaaydsiana como
nmetodos de aproximacao dos parametros de interesse em retajem de la. Os
modelos considerados podem representar, dentre outros agpecsistemas de in-
teresse patico. Na abordagem bayesiana e por meio de uma distittao a priori
sobre os parametros a serem estimados, inferéncias podemfeigats, 0 que torna

0 modelo um pouco mais robusto e exvel.

1.2 Contribucees

Apresentar ao gestor um modelo que seja a0 mesmo tempo exwekobusto
na hora de tomar decisaoe de interesse pitico. Sendo assim,incipais contri-

bucees desta tese incluem:

1. Apresentacao de um resumo sobre teoria de las, assim conubi® 0S mo-

delos mais usuais;

2. Demonstracao de como a inferéncia chssica e bayesiana ea®r aplicada
aos modelos de las markovianas e ao processo de estimacao @Gwarpetros

envolvidos;

3. Extensao do processo inferencial obtido pGhoudhury & Borthakur (2008,
utilizando outras distribucees a priori, assim como para modelos de las

M=M=1=K;

4. Desenvolvimento de um estudo de simulacao a m de veri car 0 ogporta-
mento das estimativas dos parametros e das medidas de deserhpaia la,

a partir da distribucao a priori.

Neste aspecto, demonstra-se ao gestor como 0 conhecimeniwiori pode



— Chssica—

Inferéncia—

L Bayesiana—

— M=M=1, Clarke (1957); Aigner (1974); Schruben & Kulkarni (1982
— M=M=1, Zheng & Seila(2000); Pereira et al. (2015
L—M=M=1=K, Alouf et al. (2001

— M=M=1 eM=M=1 , Muddapur (1972

— M=M=1 e M=M=1=K, Mcgrath et al. (19873b)

— M=M=c, Armero (19949

— M=M=1, Armero & Bayarri (1994gb; 1999 2000

— M=M=1, Choudhury & Borthakur (2008; Almeida & Cruz (2015gb)
LI M=M=1=K e M=M=c=K, desconhecido#;

Figura 1.1: Diagrama morfobgico das abordagens inferenciais paftas markovianas



contribuir para inferir sobre a intensidade do tafego, assim compara as

outras medidas de desempenho.

1.3 Organizaao

Esta tese encontra-se assim organizada. No Captul apresentamos itens
fundamentais, com uma revisao da literatura da area e as metddgia inferen-
ciais chssica e bayesiana, para las markovianas. No Captul8 est descrita a
metodologia desenvolvida, com o detalhamento dos estimadores d&ima veros-
similharca, das distribuceesa posteriori e do nmetodo para correcao de vcio via
bootstrapde estimadores para, L eL4. Os resultados de extensivos experimentos
computacionais sao apresentados e comentados no CaptdloO Captulo 5 en-
cerra esta tese, com as principais conclusees obtidas e a dismudg~bpicos para

futuras pesquisas naarea de inferéncia em las.



Captulo 2

ltens Fundamentais

2.1 Introdwcaoa Teoria de Filas

SegundoMedhi (2003, a teoria de las surgiu a partir de 1909 quando Agner
Krarup Erlang publicou um artigo sobre o congestionamento no tiego telefonico.
Desde entao, a literatura aborda diversas metodologias sobressumto. Do ponto
de vista teorico, sabe-se quee um ramo da matenmatica que anaiD comporta-
mento das las.

Entretanto, por que as las se formam? A resposta est no fatde existir uma
demanda maior pelo servco do que recursos para realiza-los. Issorre porque
existem poucos servidores. Istoe, ha indisponibilidade em ofeecum servico
de tal nvel que evitasse a formacao de las. H situaceesm que ha limitacao
do espaco fsico, tanto para alocar mais servidores, quanto aicomportar uma
guantidade maior de clientes. Ha ainda questoes nanceiras, tat®mo restrcoees
orcamenarias, que impedem investimentos em espaco fsico, fraestrutura ou em
pessoal.

Do ponto de vista patico, quando um cliente procura por um deteninado

servco, ha entao um sistema formado por cliente e servidor. 8m exemplos, ha



clientes que vao ak ao banco, processos que chegam paransarealisados ou entao
chamadas telefébnicas que necessitam ser completadas. Assimndo a demanda
para executar o servco excede a capacidade de o sistema ateraecliente ae um
determinado tempo, la um processo de formacao de uma la demera. Assim,
um sistema de lase composto por clientes (ou unidades), e servid@amkem
chamado de canal de servco).

Como forma de aferir o comportamento do sistema de las, associs@mmedidas
de desempenho, tais como o tempo nedio de espera dos clientes laa tempo
medio entre chegada de clientes, a probabilidade de encontrar otema vazio,
entre muitas outras. Dessa forma, a teoria de las procura endoar, atrawes de
aralises matenmaticas detalhadas, um ponto de equilbrio que safaca ao cliente
(ou linha de producao) e seja vavel economicamente para o wexdlor do servico.
Conhecer a terminologia empregada nos estudos de sistemas deelasprimeiro
passo no estudo dessa quee uma dasareas da pesquisa opeanatio

Um sistema de lae formado basicamente por seis caractersticaguais sejam:
(i) o processo de chegada, (ii) a distribucao do tempo de servcfii) o rumero de
servidores, (iv) a capacidade do sistema, (v) a populacao de arsos e (vi) a dis-
ciplina de atendimento. Faremos uma descrcao de cada uma delas que os trés
primeiros sao obrigabrios e os trésultimos, se nao informagosao considerados

conhecidos.

2.1.1 Padrao de Chegada dos Clientes

O padrao de chegada no sistema de lae,as vezes, de nido enrri@s do ru-
mero nedio de chegadas por unidade de tempo (taxa nedia de claglg). Assim,
o modelo de chegadae usualmente especi cado pelo tempo entrechsgadas dos
ustarios. Pode ser determinstico, istoe, as chegadas ocomeem intervalos de

tempo exatamente iguais (tempo entre as chegadase constgnieu ser uma vara-



vel aleabria, quando o tempo entre as chegadase varavel @gue uma distribucao
de probabilidades presumivelmente conhecida. Aem de saberme@sasmodelo de
chegadae determinstico oue uma varavel aleabria, precisanos tamtem saber a
taxa de chegada . A constante e a taxa nedia de chegadas dos ustarios por

unidade de tempo.

2.1.2 Padrao de Servco

O padrao de servico (ou padrao de atendimento aos usiarieshormalmente
especi cado pelo tempo de servco, istoe, 0 tempo requerido peservidor para
concluir o atendimento. Da mesma forma que o padrao de chegguiage ser deter-
minstico (constante) ou uma varavel aleabria (quando o tempo de atendimento
e varavel e segue uma distribucao de probabilidades presumiveente conhecida).
Neste ultimo caso, valem as mesmas consideracoes feitasa disicao de proba-
bilidades associada ao padrao de chegada dos clientes do ser¥coonstante e

a taxa nmedia de atendimentos por unidade de tempo, por servidor.

2.1.3 Nimero de Servidores

O rumero de servidores (ou rumero de canais de servco)e cumero de aten-
dentes disponveis no sistema e que podem atender simultaneangeabs clientes.
A Figura 2.1 ilustra um sistema de launica e canal simples, enquanto as Figu-
ras 2.2 e 2.3 mostram duas variacees dos sistemas multicanais. Os dois sistema
multicanais diferem pelo fato de que o primeiro possui umaunica la,nguanto
0 segundo possui uma la para cada canal. Uma barbearia com \esi@adeirase
um exemplo do primeiro tipo de multicanal, assumindo que nao exista wstilo
particular de corte de cabelo. Por outro lado, um supermercado enuestaurante
fast-food preenche a segunda categoria de sistema multican&. geralmente as-

sumido que os mecanismos de canais paralelos operam independeatgzrum do
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outro.

Figura 2.1: Sistema com canal simples com launica

Figura 2.2: Sistema multicanal com launica

2.1.4 Capacidade do Sistema e Esagios de Servto

Em alguns processos de las existe uma limitacao fsica da quantida de
espaco na la, de modo que, se as las alcarcarem um certo conmmento, ne-
nhum novo cliente poderl entrar no sistema at que um espac@f obtido com o
atendimento de um cliente e a consequente diminucao do tamanha da. Estas
situacoes sao referidas como sistemas de las nitos, ou segajste um limite nito
no tamanho do sistema.

Um sistema de las tamkem pode ter umunico eshgio de servco,como no

caso da barbearia, ou pode ter \arios eshagios. Um sistema de hnestgio pode
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Figura 2.3: Sistema multicanal com las em paralelo

ser exempli cado como um procedimento de exame fsico, em que agolaciente
passa por diversos exames, tais como, sangue, oftalmobgicaonaretc. Em alguns
sistemas multi-estgio, reciclagem (ou retorno) podem ocorreReciclageme co-
mum em processos de manufatura, em que inspecoes de contieleualidade sao
realizadas, sendo que alguma peca que nao se adeque ele deveepmrcessada.

Um exemplo de sistema multiesagio com retornoe mostrado na Figa 2.4.

Figura 2.4: Sistema com retroalimentacaof¢edback
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2.1.5 Populaao de Uswarios

Aqui retrata-se o rumero potencial de clientes que podem chegaum sistema,

gue pode ser nito ou in nito.

2.1.6 Disciplina da Fila

A disciplina de atendimento refere-sea maneira pela qual os clienteao se-
lecionados para o servco quando a la est formada. A disciplina ni& comum
gue tem sido observadae “primeiro a chegar, primeiro a ser servigou disciplina
FIFO, do inglés First-In, First-Out ). Outra disciplina comum de atendimentoe
ultimo a chegar, primeiro a ser servido' (ou disciplina LIFO, do ing8 Last-In,
First-Out "), que se aplica a muitos sistemas de estoque, quando nao ha ¢d&so
céncia de unidades armazenadas, uma vez que e mais facil atings itens mais

pioximos, no caso oultimo que chegou.

2.2 Processos de Nascimento-e-Morte

Antes de introduzirmos os modelos de las,e necessrio fazer anbreve intro-
duc-ao sobre um processo interessante que ocorre em uma BEao comportamento
do rumero de clientes no sistema. Sob o ponto de vista de um proa@sle Markov,

e conhecido como "processo de nascimento-e-morte'. Corregpono fato de que,
em sistema de las, eventos, como chegadas e partidas, estamnterendo.

Os termos "nascimento' e ‘morte' representam respectivamenteteegada do
cliente no sistema e sua sada. Assim, se a populacangentao , e , representam
a transcao desse processo. Assim, quando a populacaocaumero de clientes no
sistema, , e , indicam as taxas de chegada e de servco, que dependem do rumer
de clientes no sistema. Baseado nas propriedades do processooiEsén, ou seja,

guando as chegadas sao um processo de Poisson e 0 tempo deoseexponencial,
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e possvel fazer as seguintes a rmaceesBhat, 2009, sobre as probabilidades de

transcao durante o tempo {;t + t]:

Nascimento o 0):

P(um nascimento) = , t+ o t);

P(nenhum nascimento) =1 , t+ o t);

P (mais que um nascimento) =o( t);

Morte (n 0):

P(um nascimento) = , t+ o( t);

P(nenhum nascimento) =1 , t+ o( t);

P (mais que um nascimento) =o( t);

em queo( t)etalque o( t)= t! 0,quando t! 0, em que em cada um
dos dois casos, o termo( t) deve somar O, para que a probabilidade total

dos trés eventos seja igual a 1.

SejaQ(t) o rumero de clientes no sistema at o tempad. Assim de ne-se:

Pin (t) = P[Q(t) = njQ(0) = i]:
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Incorporando as probabilidades para as transcees durantet(+ t), como

mencionado acima, obem-se:

Prnsr( )= o t+o0( t); n=0;1;2;::;

Pin 1( )= n t+0o( t); n=1;23::1;

Pon( )=1 ot o t+o( t);n=1;23::1,

Poy( t)=o0o( t);]J8n Lnn+l1:

Assim, derivando-se os termos no lado direito dessas equacegspssvel en-

contrar as taxas de transcao in nitesimais, 0 que levaa seguiatmatriz geradora,

para o processo de nascimento-e-morte do modelo do sistema ds: la

2 3
0 0 O O [
1 (1+ 1) 1 0
0 + Dl
A = 2 (2 2) 2 : (21)
0 0 3 (s+ 3) i

A matriz geradora A conduz as equacees de Kolmogorov parBi, (t) (veja
Bhat, 2008 para mais detalhes). Pode-se entao rescreW) Pn(t) e inserir o
estado iniciali somente quando for necessario. Assim, reescrevem-se as igéggl

equacees:

Po(t) = oPo(t) + 1Pa(t); (2.2)
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PX)= (n+ n)Pa(®)+ n 1Pn i)+ naPra(t);n=1;2:0 (2.3)

Para determinarP,(t), deve ser resolvido o sistema das Equace&sd) e (2.3),
juntamente com a condcao iniciaP;(0) = 1, P,(0), paran 6 i. O mais importante
aquie analisar os limites das Equacee(2) e (2.3), quandot ! 1 . Um resultado

geral em processos de MarkoveBhat, 2009:

Teorema 2.1 1. Se o processo de Markove irredutvel (todos os estado®n-
tao a distribucao limite limy; P, (t) = p, existe ee independente das con-
dcees iniciais do processo. Os limite$p,;n 2 Sg sao tais que ambos de-
saparecem de forma idéntica (istoep, = 0, para todon 2 S) ou sao todos
positivos e formam uma distribucao de probabilidade (se, p, > 0 para

P
todon2S,e | ,5p=1).

2. A distribucao limite fp,;n 2 Sg de um processo de Markov recorrente irre-

P
dutvele dado por umaunica solicao da equacagA =0 e ,g5p =1, em

quep = (Po; Pr; P2; i 10).

Os resultados apresentados no Teoren2al sao essenciais para o estado
de equilbrio no processo esto@stico. No estado de equilbridamkem conhecido
comoestado estaciorariQ o comportamento do processoe independente do tempo

e do valor inicial, istoe,

tI'ilm Pn(t)=pn; n=0;1,2;:::
e, consequentemente, temos qiY(t) ! 0 quandot ! 1

Com isso, usando este resultado na ER.9), tem-se:

0= oPot+ 1P1; (2.4)
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0= (n+ n)pn"' n 1Pn 1+ n+lpn+l;n:1;2;::: (2-5)
Estas equacoes podem ser facilmente resolvidas atrawes detado recursivo.

Rearranjando o primeiro termo na Equacaod.4), tem-se:

P = —jpo: (2.6)

Paran =1, a segunda equacaoe dada por

10

Po: (2.7)
1

Assim, continuando o netodo recursivo paran = 2;3;:::, tem-se:

(1+ )= oPot 2P2) P2 =

nPh = n 1Pn l) Pn = upO (2-8)

0 1-+-+ n
P
Logo, pelo Teorema.1, a condcao de normalizacaoe aplicada, ,5pn = 1,

encontrando-se assim:;

po= 1+
n=1
Com isso, a distributc-ao limite do estado de um modelo de la consid&a@o um

(2.9)
0 1--- n

processo de nascimento-e-morte,;n = 0;1;2;:::ge dada pelas Equaceesd.9
e (2.9. Por m, o Teorema 2.2, apresentando emBhat (2008, garante umas

das propriedades da distribucao limite do processo de Markov, gtrata sobre a

estacionariedade do processo.

Teorema 2.2 A distribucao limite de um processo de Markov irredutel recor-

rente positivoe tamkem estaciorario.

Com isso, um processo e dito seestaciorario se a distribucao de estadoe
independente do tempo. Portanto, sé,(0) = p,;n = 0;1;2;:::, entao tem-se
Pn(t) = pn; 8t.
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2.3 Inferéncia Chassica

A inferéncia chssica apresenta \arias maneiras de realizar eséoao pontual.
Dentre elas, podemos citar o netodo de estimacao atrawes darcao de verossi-
milharca dos dados, tamkem chamado de estimador da maxima vessimilharca
(EMV). Esta maneira geralmentee preferida em relacao a outeaporque apresenta
melhores propriedades de e ciéncia. No entanto, ra situaes em que o EMV nao
pode ser encontrado de maneira analtica.

Esta ecnica foi desenvolvida pelos anos de 1920 pelo estatsti&r Fisher,
sendo um dos melhores netodos para obter um estimador de um faetro. Aqui
o estimador sema o valor do parametro que maximize a furcao derossimilhanca
(Montgomery & Runger, 2013.

Suponha queX seja uma varavel aleabria que tenha distribucao de pro-
babilidade dada porf (x; ), em que e um parametro desconhecido. Se& =
(X1;X2; %) T, s@0 osn valores amostrais observados, a funcao verossimilharca

desta amostrae dada por

L(;x)=1fXy ) (X ) f(Xn; ): (2.10)

A furncao de verossimilharcal ( ;x)e agora uma furncao somente do parametro
desconhecido . Logo, 0 EMV para e um valor " que maximiza esta furcao de

verossimilharcal ( ;Xx).

2.4 Correcao Bootstrap de Vcio

Um netodo utilizado para correcao de vcio em estimadores e dootstrap
(Efron & Tibshirani, 1993. Na sua versao nao paranetrica, para estimar o vcio
de um parametro de interesse,, diversas reamostragens (com reposcao) sao reali-

zadas e o0 parametroe reestimado para cada reamostragem. aFge entao a nedia
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de tais estimativas,”( ). O vcio pode entao ser estimado da seguinte forma:

vcio= ", (2.11)

Uma versao corrigida do estimador, pelo netodbootstrap nao paranetrico,

pode ser obtida por:

B =2 () (2.12)

Este netodo foi usado por diversos pesquisadores no passadom resulta-
dos bastante satisfabrios em correcao de vcioGruz et al., 2009, construcao de

intervalos de con arca (Domingues et al, 2013, entre outros.

2.5 Inferéncia Bayesiana

A metodologia bayesiana constitui uma outra forma para se realizarferén-
cia. Uma das principais diferercas em relacao a metodologia ch&a e que na
inferéncia bayesianae permitida a incorporecao da informam-a priori sobre os
parametros desconhecidos do modelo. Aem disso, ao contardos netodos chs-
sicos, os netodos bayesianos consideram 0s parametros coar@weis aleabrias,
associando a eles na maioria das vezes uma distribucao de probaadel Assim
0 conhecimento que o gestor tem sobre um determinado parancettesconhecido
pode ser levado em consideracao.

Suponha que se deseja estimar o valor do parametro desconteci8egundo
Ehlers (2003, a informacao a priori que se tem sobre este parametroe de fun-
damental importancia. Do ponto de vista bayesiano a incertezalse o valor
desconhecido pode ser quanti cada a partir de uma distribucacedprobabilidade
de nida em um espaco pararnetrico, representado por . Esta ifformacaoa pri-

ori e representada na maioria das vezes por uma distribucao de pabilidade
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chamada de distribuc-aoa priori.

Conforme lembraPaulino et al. (2003, a informacao inicial depende apenas
do conhecimento do pesquisador sobre o problema estudado. Lguude-se ter
diferentes distribucees (ou modelosa priori associadas ao parametro, repre-
sentadas porp( ), e de nidas em . Assim, coleta-se uma amostra aleabria da
varavel de interesseX , em que a distribucao amostral pode ser representada por
p(xj ) ou L( ;x), denominada de furcao de verossimilharca. Combina-se eata
a distribucao a priori com a furcao de verossimilharca, a partir do Teorema de
Bayes, a m de encontrar uma distribucaoa posteriori p( jx) para , encontrada

por:

o ix) = p(;x) _ p(xj )p( ); (2.13)
p(x) p(x)
em gque Ep(x)e uma constante normalizadora da distribucaaca posteriori p( jX).

Assim, a distribucao a posteriori, na Equacao .13, representa um modelo
com informacao sobre , atualizado pelos dados. A distribucaa posteriorie de
suma importancia na abordagem bayesiana, poise ela que sesdlizada para a
realizacao de todas as inferéncias, como estimacao pontuanstrucao de regioes
de credibilidade, ou intervalos HPD Kighest Posterior Density, e teste de hipo-
teses. Diferentemente da abordagem inferencial chssica, naoattagem bayesiana
considera-se que e uma varavel aleabria e a observacao amostrale xa.

Com o conhecimento pevio sobre o parametro, pode-se construir uma famlia
paranetrica de densidades, de modo que as distribuceaspriori e a posteriori
pertercama mesma classe de distribucees, istoe, sejam doagadas. Neste caso,
a distribucao a posteriori tem a mesma distribucaoa priori, com 0s hiperpa-
rametros da distribucao atualizados pela informacao que a amstra (furcao de
verossimilharca) conem. Dentre algumas distribucees que apsentam conjuga-

cao, tem-se, por exemplo, a distribucao beta, quee conjaga natural da famlia
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Bernoulli. Para maiores detalhes sobre esta e outras classes deritistoes a
priori, ver Paulino et al. (2003.

Em algumas situacees, o pesquisador tem pouca informacado parame-
tro desconhecido, ou a& mesmo nenhuma informacao, tant@m@ o parametro ,
guanto para a forma da distribucao. Nestes casos,e comumiligzar as chamadas
distribucees a priori nulas ou nao-informativas. Assim, espera-se que a infor-
macao contida na amostra seja dominante no processo de iefefa. Para esses
casos, representa-se a distribucaa priori por uma constante. Alguns nmetodos
foram desenvolvidos de modo a representar o maximo possvel damrmacaoa pri-
ori, por mais que ela seja vaga ou nula, dentre eles pode-se citar oaus de
Bayes-Laplace, Box-Tiao @ priori nao informativa de Je reys (verPaulino et al.,,
2003.

2.6 Observaoees Finais

Neste captulo vimos alguns itens que sao fundamentais para o emtimento
de um sistema de las e para inferéncias sobre seus parametr&sde suma im-
portAncia o conhecimento do processo, uma vez que o padradalerocesso ia
determinar qual modelo deve ser utilizado. Tamkem vimos fundamts de in-
feréncia chssica e bayesiana, bem como de correcao de vcia bootstrap No
poximo captulo veremos a metodologia inferencial proposta par estimacao de

;L eLy em modelos de las markovianas de servidorunico nitas e in nitas.
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Captulo 3

Metodologia Inferencial

3.1 Filas M=M=1

3.1.1 Introdwcao

O modelo de las markovianas de servidor unico, tamkem conhecidoomo
M=M=1 na notacao deKendall (1953, baseia-se nas caractersticas dos processos
de chegada e de servico (atendimento) assumidos markovianossin, assume-se
gue o rumero de chegadas na unidade de tempo segue uma distiglaa de Poisson,
com taxa , e o tempo de servco segue uma distribucao exponencial, conxda

. Em outras palavras, sao las com:

densidade para os tempos entre chegadasi(t) = 't 0 (3.1)
densidade para os tempos de servco:  g(t) = ot O .
em que:
1 1
E [tempo entre as chegadas] =— = :
taxa de chegada 3.2
1 1 (3.2)

E [tempo de servico] = e de servbo:
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A razao entre as taxas de chegada e de servco, tamkem coaida por inten-
sidade de tafegge uma importante medida de desempenho da la ee de nida

como:.

taxa de chegada_
taxa de servco

—: (3.3)

Observa-se que as laM=M=1 sao um caso especial de um modelo geral de
nascimento-e-morte em que, = e , = . Assim, rearranjando-se a Equa-

cao (2.5, tem-se que:

Po= P, (3.4)

( + )Pn=Pn1t Pna;N=1;2000 (3.5)

P
Resolvendo-se este sistema de equacoes e usando-se o fafpiele (1) pn =1,

encontra-se:

ph= "(1 );n=0;%:::; para = =< L (3.6)

Note-se que a Equacad3(6) caracteriza uma distribucao de probabilidade geo-
nmetrica, que depende somente do quociente da taxa de chegad#eeatendimento,
= ,istoe, da intensidade de tafego, . A probabilidade de o servidor estar ocu-
padoe tamkem uma medida importante no sistema de las, que podser calculada
por =1 po. Com relacao a , Wagner (1986 lembra a importancia de que se
verique a relacao < 1 (ou, equivalentemente, < ), para garantir-se que o
sistema atinja o estado estaciorario. Caso contario, a la © amentaria.

Associada a esta intensidade de tafego, podem-se encontrdguamas outras
importantes medidas de desempenho para o modé&fi=M=1, dado que a Equa-

cao (3.6) caracteriza a distribucao do rumero de clientes no sistema noamento
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da partida, como reforcado porChoudhury & Borthakur (2008. Assim, relem-
brando queQ(t)e o rumero de clientes no sistema, fazend®(1 ) = Q e Qq 0
rumero de clientes na la, excluindo-se o que est em servco, te-se quel = E(Q)
e o0 rumero esperado de clientes no sistemé,; = E(Qg)e 0 rumero esperado de
clientes na la e V(Q)e a variancia do rumero de clientes no sistema. Logo, a

partir da Eq. (3.6), tem-se respectivamente que:

X
L = nl ),
= = 1 ; (3.7
P
Lq = (n 1)pn)
% X
= NPn Pn )
n=1 n=1
= — )
2
o )
2
= 1 ; (3.8)
e
V(Q) = ( E
= @ )2: (3.9
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3.1.2 Inferéncia Chssica

A metodologia apresentada a seguire descrita p@gimeida & Cruz (20153,
gue estende o trabalho de€Choudhury & Borthakur (2009. Considerando-se a
suposcao de estado estaciorario, ou seja, qu€ , um resultado apresentado em
teoria de lae a brmula de Pollaczek-Khinchine, conforme pode seencontrado no
artigo de Medhi (2003. Esta brmula garante que, na Equacao 3.6), tem-se uma
varavel aleabria nao negativa que representa o rumero delientes no sistema
no momento da partida de um uswario do sistema, que segue uma disticao
geonetrica. Assim, as o equilbrio, o rumero de clientes no siema no momento
da partida, M ,e dado por:

8
P(M=m)2_< m@Ed ), m=0;1;2:::; (3.10)
-0 caso contario:
Portanto, para se obter dados desta natureza, faz-se nemessobservar o sis-

tema no momento das partidas dos uswarios. Considere-se emtana amostra ale-

sistema emn partidas de uswarios, em momentos aleabrios. Um fato importae
descrito porChoudhury & Borthakur (200§ e que se X, representa o rumero de
clientes at a partida do mesimo usuario, entao pi(jk) = PXm+k = JJXm = 1).

A propriedade da ergodicidade garante os limites das probabilidadesdds por

Vi = 1lim g pi(jk);j =0;1;::: Assim,v;; j =0;1;:::, existem e sao independentes
do estado iniciali, desde que o sistema esteja no estado estaciorario. Com isso, a

furcao de verossimilharca pode ser escrita como:

L(ix)= @ )% (3.11)

em quey = 1, X;. Este modo de geracao de dados garante a independéncia das

observacees amostrais, levando em conta a propriedade deoéigidade da cadeia

25



de Markov.
Derivando-se a EqQ. 8.11) e igualando a zero, encontra-se o estimador de nma-

xima verossimilharca (EMV) para

N = y = 1 :
n+y n=y+1°

(3.12)

Uma das caracterstica mais atrativas do nmetodo de maxima verssimilharcae
suainvariancia a transformacees fukhopadhyay, 2000. Ou seja, se” e 0 EMV
de e = h()eumafurcao de , entao = h(")e 0 EMV de . Desta forma,
sa0 0s seguinte os EMV para o rumero esperado de clientes e tahmanedio da

la, respectivamente:

= = ; (3.13)

(3.14)

As implementacees dos estimadores paral L 4, em R (R Core Team 2013,

podem ser visualizadas na Listage®.1

EMVRo< function (amostra) f
return (1/ (1+ length (amostra) /sum (amostra)))
g
EMML< function (amostra) f
return (1/ (1/EMVRo(amostra) 1))
g
EMVLg< function (amostra) f
roHat< EMVRo(amostra)
return (roHat”2 /(1 roHat))

Listagem 3.1: Implementecao do EMV para, L el
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3.1.3 Correcao de Vcio via Bootstrap

A implementacao em R R Core Team 2013 do EMV corrigido via bootstrap

pode ser visualizada na Listager8.2

ECBoot< function (amostra,fEst) f

B< 10

soma< 0

for (i in 1:B) f
reamostra< sample (amostra, replace =T)
estm< fEst(reamostra)
soma somatestm g

estmStar=soma /B

return (2 fEst(amostra) estmStar)

Listagem 3.2: Implementacao do EMV corrigido vidootstrap

3.1.4 Inferéncia Bayesiana

Para fazer inferéncia sobre, partindo da Equacao (@.11), \arios tipos de
informaceesa priori podem ser consideradas, em termos de distribucees. Con-
sideraremos aqui uma que e conjugada natural e duas outrasanformativas
(Zacharias et al, 2009. Maiores detalhes sobre as distribuceea priori nao-
informativas podem ser encontrados facilmente na literatura dareaa (consultar,

por exemplo,Paulino et al., 2003 ou referéncias por eles citadas).

Priori  Conjugada Beta

Esta opcao garante que distribucoea priori ea posteriori pertercama mesma
famlia paranetrica. Assim, a distribucao beta com parametrs a e b pode ser

utilizada (Choudhury & Borthakur, 2008, ou seja, beta(a; . Estae uma
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distribucao exvel e que pode assumir diversas formas, akrde ser uma conjugada

natural da Equacao @.11). Em outras palavras, tem-se que:

_ (a+b ., T (S L
pu( ) = m @ )y-= B(ah ; (3.15)
para0< < 1, a> 0; b>0, em que B&; b " a 1 )*'d e afurcao

0
beta (Abramowitz & Stegun, 1972.

Assim, e possvel encontrar a distribucaoa posteriori de combinando-se as
Equacees 2.13, (3.1)), e (3.15:

Pl = 2B
L(;x) pu()d
° hal bli
- =1 ] al(l )bl 1
0 @) B(a;b d

para0< < 1,a>0,b>0,comy= [ X;.

Assim, as cancelar a constante B, b e rearranjar os termos, tem-se que:

g y+a 1(1 )n+b 1

; 0< < L
pu( J¥) = B(y+ an+b (3.16)
-0 caso contario;
Z 1
lembrando-se que B+ a;n+ b) = b+a) 11 ("D 14 e a de ncao da

furcao beta, com parametrosy + a e0 n + b, resultando portanto numa distri-
bucao a posteriori que e tamlem uma beta, com parametrosy + a e n + b,
X beta(y + a;n + b), a partir da qual todas as estimativas podem ser en-
contradas Choudhury & Borthakur, 2009.

De fato, assumindo-se uma furncao de perda quadiatica paraeoro e tomando-

se a nedia da furcao de densidade de probabilidade betat a;n + b), Equa-
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cao (3.16, e possvel deduzir os estimadores pontuais bayesianos paral e Lg,

dados respectivamente por:

A = yt+ta :
1= Vra+tn+b (3.17)
_yta
Cl_n+b’ (3.18)
e
(y+a+1)(y+ a) (3.19)

@ h+b L(y+a+tn+b

Se, aos observar a amostra, existir um interesse em predizer o rumeroN )

de clientes no sistema no momento da partida, tamlem relacionadarn e descrito

probabilisticamente porP(M = mj ), entao de ne-se a distribucao preditivaa
posteriori P(M = mjx) (Ehlers, 2003. Pode-se entao analisar a distribucao
preditiva para o rumero de clientes no sistema no momento da partigdem estado

estaciorario, dada por:

B(y+ a+ m;n+ b+1)
: =1:2:::0 2
By+an+h ; param T2 (3.20)

P1(M = mjx) =

A implementacao em R R Core Team 2013 dos estimadores bayesianos, para
, L eL,, e da distribucao preditiva, para apriori beta, pode ser vista na Lista-

gem3.3

Priori  Uniforme

Se nao existe uma informacao palpavel priori a respeito de , uma distribui-
cao uniforme poderia ser utilizada. Como temos quepertence ao intervalo (01),

a uniforme poderia ser de nida nestes limites, mas em muitos sisten@sgerentes
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EPRol< function (amostra,a,b) f
n< length (amostra)
y< sum (amostra)
return ((y+a) / (y+atntb))

g

EPL1< function (amostra,a,b) f
n< length (amostra)
y< sum (amostra)
return ((y+a) / (ntb))

g

EPLgl< function (amostra,a,b) f
n< length (amostra)

y< sum (amostra)

return ((y+a+l) (y+a) / ((ntb 1) (y+atn+b)))

g

PP1< function (amostra,a,b,m) f
n< length (amostra)
y< sum (amostra)

return (beta (y+atm,n+b+1) /beta (y+a,ntb))

Listagem 3.3: Implementacao dos estimadores bayesianos e dadfiva para a

priori beta

operacionais podem oferecer limites mais justo€Houdhury & Borthakur, 2008,

de tal forma que O<c < <d < 1. Ou seja, apesar de poder estar entre 0

e 1, sabe-se que sao0 incomuns na pratica valores tais quec ou >d . Logo,

pode-se assumir uma distribuc-ao uniforme truncada parg dada por:

p2( ) = ﬁ;m <d:

(3.21)

De forma araloga ao caso anteriormente apresentado, combimase as Equa-

coes .13, (3.1)), e (3.21), obem-se:
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L( ;%) p)

oo jX) = Z-
L(:x) pa( )d
R O I
- Ld 1 ]
ot g d

parac< <d .

Logo, aps cancelar as constantes e rearranjar 0s termoantse que:

g y+1 1(1 )n+1 1

, €< <d;
P2 J¥) = Beg(y+1;n+1) (3.22)
-0 caso contario;
Z 4
em que Beg(y+1;n+1) = 6+ 11 YD 14 e a de ncao da furcao

beta incompleta generalizadai&/olfram Research Inc. 2015, com parametrosc,
d, y+1en+1, oque resulta numa distribucaoa posteriori beta generalizada,
com estes mesmos parametrosjx  beta(c;d;y+ 1;n + 1), a partir da qual as
estimativas podem ser encontradaChoudhury & Borthakur, 2008.

De fato, assumindo-se uma furcao de perda quadatica paraeao e tomando-se
a nedia da furcao de densidade de probabilidade betad;y+ 1;n + 1), Equa-
cao (3.22, deduzem-se os seguintes estimadores pontuais bayesianos pat e
Lg:

_ Bea(y+2;n+1)
Beag(y+1;n+1)’

(3.23)

_ Bea(y+2;n)
C, =

; 3.24
By +1;n+1) (3:24)
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By (y +3;n)
(o= =9 : 3.25
@ B(c;d(y + 1; n+ 1) ( )
A distribucao preditiva a posteriorie dada por:
Bieag(y+1+ m;n+2
Po(M = mjx) = oy m.n ); param=1;2;:::; (3.26)

Beag(y+1;n+1)
A implementacao em R R Core Team 2013 dos estimadores bayesianos, para
, L ey e a distribucao preditiva, para apriori uniforme, pode ser vista na
Listagem3.4. As avaliacees da furcao beta incompletdbeta , sao feitas por meio
do pacotezipfR (Evert & Baroni, 2006 2007 do R.

Priori de Jereys

Esta secao refere-se ao uso da especi cacao de distrilmesa priori quando o
interessee que a informacao dos dados seja dominante, noteknde que a nossa
informacao a priori e vaga. Por outro lado, reconhece-se a necessidade de alguma
forma de aralise que, em algum sentido, consiga captar esta accee umapriori
gue tenha um efeito mnimo, relativamente aos dados, na infer&acnal.

Tal aralise pode ser pensada como um ponto de partida quandoase consegue
fazer uma elicitacao detalhada do "verdadeiro' conhecimengopriori. Assim, um
outro tipo de informacaoa priori tamkem pode ser utilizado para , quee utilizar
uma classe deprioris nao informativas proposta por Je reys (verPaulino et al.,
2003, quee invariante a transformacees 1 a 1. Embora em geraljaempopria,
em alguns casos a distribucaa posteriorie garantida ser popria. Baseada na

informacao de Fisher, quee dada conforme se segue:

@logp(Xj )

I()=E @? ;

(3.27)
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require (zipfR)
EPRo2< function (amostra,c,d) f
n< length (amostra)

y< sum (amostra)

return ((lbeta( c,y+2,n+1) Ibeta(d,y+2,n+1))

(Ibeta( c,y+1,n+1l) Ibeta(d,y+1,n+l)))

g
EPL2< function (amostra, c,d) f

n< length (amostra)

y< sum (amostra)

return ((lbeta( c,y+2,n) Ibeta(d,y+2,n)) /

(lbeta( c,y+1,n+1l) Ibeta(d,y+1,n+1)))

g
EPLg2< function (amostra,c,d) f

n< length (amostra)

y< sum (amostra)

return ((lbeta( c,y+3,n) Ibeta(d,y+3,n)) /

(lbeta( c,y+1,n+1l) Ibeta(d,y+1,n+1)))

g
PP2< function (amostra,c,d,m) f
n< length (amostra)

y< sum (amostra)

/

return ((lbeta( c,y+l+m,n+2) Ibeta(d,y+ltm,n+2))

(lbeta( c,y+1,n+1l) Ibeta(d,y+1,n+1)))

/

Listagem 3.4: Implementacao dos estimadores bayesianos e adjirea para a

priori uniforme

a seguinte distribucaoa priori para o parametro pode entao ser obtida:

p()/ IO

Com isso, a partir da Equacao 3.6), a p( ) pode ser encontrada por:

I()=E
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@logp(Xj )

(3.28)

(3.29)



O logaritmo da distribucao p(X|j ), dada pela Equacao 8.10,e dado por

logp(Xj )=log *(@ ) =log(l )+ X log: (3.30)

A primeira e segunda derivadas sao dadas por:

@ogp(X]j 1 X @ logp(X | 1 X
gg 1) =7 + —) g@gg 1) = T ! (3.31)
ComoE[X] ] = —, temos que:
3 1 T 1 1 _ .
()= ﬁ+—2_ a )2+ a ) ) = (3.32)
Assim,
L)/ pen?= e ). (3.33)

Com isso, combinando-sa priori de Jereys, dada pela Equacao 3.33, e
a verossimilharca, Equacao 3.11), e possvel encontrar a seguinte distribucaoa

posteriori de :

. L(:x) ps()d
_ _ y(l )n 1:2(1 ) 1
= Z5

oy e )td
0

para0< < 1,comy= [;X.

Assim, ajos rearranjar 0s termos, tem-se que:
8
y+1=2 1 n 1
2 (L ). 0< < 1;

po( j¥)=_  Bly+1=zn) ~ (3.34)
-0 caso contario;
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z 1
em que Bf + 1=2;n) = y*1=2 11 " 14 e a dencao da furcao beta

(Abramowitz & Stegun, 19%2), com parametrosy + 1=2 e n, o que resulta na
distribucao a posteriori jx beta(y+1=2;n). Note-se que, ao contario dos casos
anteriormente expostos, Equacees3(16 e (3.22, esta distribucao a posteriorie
xa. De fato, naoe possvel variar a forma da distribucaoa priori de Je reys,
que assume uma forma espec ca.

A partir desta distribucao a posteriori, estimativas bayesianas pontuais podem
ser encontradas. Se uma furcao de perda quadaticae assida, tomando-se entao

a nedia, deduzem-se 0s seguintes estimadores:

_ y+l=2
AR (3:35)
=7 +n1 =2. (3.36)
_ (y+3=2)(y+1=2)
Cos = h Dy+izen) (3.37)
A distribucao preditiva a posteriorie dada por:
Pz:(M = mjx) = Bly+1=2+mn+1) ; param=1;2;::: (3.38)

B(y+1=2;n)
A implementacao em R R Core Team 2013 dos estimadores bayesianos, para
, L ey e a distribucao preditiva, para apriori de Je reys, pode ser vista na

Listagem 3.5

Observacoes Finais

Como observacao nal,e importante ressaltar que as densidad preditivas de-
sempenham um papel importante na selecao do modelo bayesiamaesua compa-

racao (Gamerman & Lopes2009. As chancesa posteriori do modeloM; relativo
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EPRo3< function (amostra) f
n< length (amostra)
y< sum (amostra)
return ((1/2+y) / (y+1/2+n))
g
EPL3< function (amostra) f
< length (amostra)
y< sum (amostra)
return ((1/2+y) /n)
g
EPLg3< function (amostra) f
n< length (amostra)
y< sum (amostra)
return ((y+3/2) (y+1/2)/ ((n 1) (y+1/2+n)))
g
PP3< function (amostra,m) f
n< length (amostra)
y< sum (amostra)

return (beta (y+1/2+m,n+1) /beta (y+1/2,n))
g

Listagem 3.5: Implementacao dos estimadores bayesianos e adjihea para a

priori de Je reys

a um modeloMy sao de nidas comd® (M; = mjx)=P(M, = mjx), as quais sao a
razao das chancea priori, P(M;)=P(My), do modeloM; relativo ao modeloM,

chamado de fator de Bayes, dado por:

_ f(Mij)) _ Pi(M = mjx)_
f(MjMy) P>(M = mjx)’

Para decidir entre os modelod; e My,e recomendada a utilizeacao da seguinte

i m=0;1;2;::: (3.39)

regra (Je reys, 1999: considera-se que ha provas (i) decisivas, (ii) fortes ou (iii)
substanciais contraM, quandoBj e (i) superior a 100, (ii) esta entre 10 e 100 ou

(iif) est entre 3 e 10, respectivamente.
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3.2 Filas M=M=1=K

3.2.1 Introdwcao

Quando se tem servidores simples em um espaco limitado para a eapeha-
mamos de lasM=M=1=K, em queK representa o limite de clientes que poderao
car simultaneamente no sistema de las. Quandd& e muito grande (! 1 ),
tem-se entao uma laM=M=1. A solwcao da Equacao?.5, paran=0;1, ;K,

e (Wagner, 1986:

8

< "@a ).
T, para 61
pn=: 11K.1 —1- (3.40)
T para =1:

Percebe-se que quando< 1 eK I'l | tem-se que a Equacao3 40 coincide

com a Equacao 8.6). O rumero esperado de cliente€[N] e o tempo nedio no

sistemaE[W], para 6 1, sao dados respectivamente por:

K +1
EIN = - (KK:’ll) (3.41)
1 K K
E[W] = a9y a9 (3.42)

3.2.2 Inferéncia Chassica

Alguns trabalhos tém sido desenvolvidos para las markovianas s de ser-
vidorunico, modelo M=M=1=K. Dentre eles pode-se citaKuumola et al. (2002,
que estudam o tamanho nedio da la,Ly, por meio de um sistema de equacoes
ordirarias diferenciais e netodos nunericos para aproximar a disbucao estaci-
oraria.

Uma medologia semelhanteaquela proposta na Secad foi desenvolvida para

las M=M=1=K. Baseado no processo markoviano com um servidor simples e
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considerando a distribucao de probabilidade estacioraria apreistada na Equa-
cao (3.40, considere agora que = (X1;X2;  ;Xn)' Seja uma amostra aleabria
gue representa o rumero de clientes que caram no sistema enpartidas de usia-
rios. Neste caso apenase permitido que no maximg clientes podem permanecer

no sistema. Assim, a furcao de verossimilharnca pode ser dadanco

L(;x) = 71)(1(1“1) L 7;(1“1)
o Rxo@oy
- (1 K+1)n (3.43)

Aps a obtercao de uma estimativa para, medidas de desempenho de interesse

podem ser estimadas, tais comb e L, dadas por Gross et al, 2009:

A A\ A(KAK +1).

|_q = 1~ 1 &K+ (344)
=0 t - .
= Lq + 1 m y (345)

em gue & uma estimativa para .

Na inferéncia chssica, temos o netodo dos momentos e da maxarverossi-
milharca, dentre os mais populares netodos de estimecao pam. Nesta tese
utilizaremos este que, desenvolvido por Fisher, na decada de 2Z0considerado
um dos melhores. Conforme pode ser inferido pelo nome do netodogestima-
dor sema aquele valor do parametro que maximize a furcao deressimilharca,
Equacao (3.43.

Poderamos tentar obter o naximo da Equacao 8.43 utilizando-nos dos recur-
sos do @lculo diferencial, istoe, possivelmente tirando o logaritmda verossimi-
Iharca, para transformar os produtos em somas, para buscaiponto ~ que anula

a derivadadlogL( ;x)=d e determinar o vcio e variabilidade do EMV de forma
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analtica. Entretanto, por conveni€ncia optaremos pela maximacao nunerica e
simulacao Monte Carlo.

A implementacao do EMV utilizada nesta tese, em RR Core Team 2013,
pode ser visualizada na Listager.6. Note-se que, por conveniéncia, foi conside-
rado o logaritmo da furcao de verossimilharca, com a facilidade densformar
produtos em somas. A maximizacao da log-verossimilharcae faihumericamente,
por meio de furcao interna do R. Testes (nao apresentadosjdm realizados com
a furcao de verossimilharca original e indicaram que os resultaxloao mudaram

signi cativamente, em termos de precisao ou de esfoico compaional.

EMVROMMIK < function (K,amostra) f
loglike . f< function (rho,K,n,sumxi) f
sumxi log (rho) + n log (1 rho) n log (1 rho”(K+1))
g
Eps.BW< 1e 06
n< length (amostra)
sumxi< sum (amostra)
res< optimize (loglike.f, c(Eps.EMV,1 Eps.BW) K, n,sumxi,maximun=TRUE, tol=Eps .BW)

return (res$maximum)

Listagem 3.6: Implementacao do EMV para

3.2.3 Correcao Bootstrap

Foi desenvolvida uma versao do EMV com correcao vimotstrap conforme
descrito na Seca@.4. O odigo, em R (R Core Team 2013, utilizado nesta tesee
mostrado na Listagen3.7. O parametroK e o rumero maximo de usiarios simul-
taneamente (em servco e na la de espera) na la markoviana nitaM=M=1=K.
Note-se que foram utilizadas 1.000 replicacodmotstrap e que a correcao dh-se

sobre o EMV (ver Listagem3.6).
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EBoRoMMIK < function (K,amostra) f

B< 1000

soma< 0

for (i in 1:B) f
reamostra< sample (amostra, replace =T)
estm< EMVROMMIK(K, reamostra)
soma somatestm g

estmStar=soma /B

return (2 EMVROMMIK(K, amostra) estmStar)

Listagem 3.7: Implementacao do EMV corrigido vidootstrap

3.2.4 Inferéncia Bayesiana

Neste caso, 0 processo inferencial para estimaga partir da Equacao 3.43
sema 0 mesmo adotado para lasM=M=1, assumindo uma distribucaoa priori
beta, com parametrosa e b, Equacao (.15, ou seja,p( ) beta(a;b. Assim, a

distribucao a posteriori para e dada por:

PCix) 1 LLx) p()
/ =@ )" (atb o,
1 f)n (a)(b

Lxita 1(1 )n+b 1

(1 K+l)n

e

(3.46)

Ao contario do caso das lasM=M=1, Secao3.1.4 a Eq. (3.49 naoe uma
distribucao padrao. Portanto, a obtercao exata de medidade poscao e de dis-
persao, ou mesmo a obtercao de uma amostra, pode se tormara tarefa bas-
tanteardua. Para resolver o problema, justi ca-se entao a iizacao de netodos
Monte Carlo via cadeias de Markov (MCMC), que tém sido fundameats para
o desenvolvimento e difusao da inferéncia bayesiana. Dentre esouios MCMC,

encontram-se 0s algoritmos d&letropolis et al. (1953 e Hastings (1970 e seus
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derivados. Em particular, nesta tese sei utilizado o netod@adaptative rejection
Metropolis sampling(ARMS, de Gilks et al., 1999, que torna possvel a iteracao
da cadeia mesmo sob distribucees nao-padrao, comoe o cagoi.

Apos encontrar uma amostra da distribucaoa posteriori, faz-se necessario en-
contrar a distribucao preditiva, quee uma abordagem centraa nas predcees. Ou
seja, as quantidades desconhecidas de interesse nao saor@mpaos, mas sim as
varaveis aleavbrias futuras (Paulino et al., 2003. Assim, a de ncao de densidade
preditivae fundamental para a inferéncia preditiva. Desta forma, Berger (1985)
comenta uma tpica situacao que envolve a predcao de uma \mrel aleabria,
com densidadegy(zj ), com desconhecido, em que existem dados disponvexs,
com densidadep(xj ). No nosso casox representa dados de clientes no sistema,
e deseja-se predizer a futura varavel resposta. Assim, poder gle nida como a
distribucao conjunta de z e dado x, e integrando com relacao a teremos a

distribucao de z dado x:

Z Z
p(zix) = 9(zj )p( jx)d = 9(zj )p( )p(xj )d; (3.47)
em quep(zjx)e a densidade preditiva da varavel aleabriaZ, g(zj )e a densidade
dez dado , ep( jx)e a densidadea posteriori de .

Aps obter uma amostra da distribucaoa posteriori, as medidas de desempe-
nho L, e L podem ser estimadas, em ques’a nmedia obtida a partir de p( jx).

A implementacao do estimador bayesiano utilizada nesta tese, nmlaiente R
(R Core Team 2013, pode ser visualizada na Listager.8. A extracao da amostra
da distribucao a posteriorie feita por meio da furcaoarms (utilizado o tamanho
5.000), disponvel no pacote HI Petris & Tardella, 2013 do R. A distribucao
a posteriori e representada por meio do logaritmo da sua furcao densidada (
menos da constante de normalizacao). Como foi consideradauacio de perda

guadatica, o estimador pontual de Bayese a nedia aritneticasimples da amostra.
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require (HI)
EBaRoMM1K < function (K,amostra,a,b) f
logpost. f< function (rho,K,n,sumxi,a,b) f
(sumxi+ta 1) log (rho) + (ntb 1) log (1 rho) n log (1 rho”(K+1))
g
sSize< 5000
n< length (amostra)
sumxi< sum (amostra)
res< arms(runif (1),logpost.f, function (x,K,n,sumxi,a,b)((x >0) (x<1)),sSize K,n,
sumxi,a,b)

return (mean (res))

Listagem 3.8: Implementacao do estimador bayesiano

3.2.5 Simulacao

Em las M=M=1=K, ao contario do modelo de lasM=M=1 que segue uma
distribucao conhecida (geonetrica),e necessario utilizar algm netodo de geracao
de varaveis aleabrias para distribucao discreta geral. Usamos um aralogo
discreto do netodo da transformacao inversa, em que, basioante, e necessario
gerar rumerosR  unif(0; 1), istoe, de uma distribucao uniforme entre O e 1, e
conhecer as probabilidades de interes$& N = n;g = p;; 8]. Assim, para simular

uma varavel aleabria discreta N com furncao de probabilidade

deve-se fazer:
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Ng; seR Po;
Ny, sePyp <R Po + Pq;

N = . .

X1 X
nj; se P <R Pi;
i=0 i=0
Como
(x1 N )
PfN =njg=P p<R P =P

i=0 i=0

entaoN segue a distribucao desejada.
No caso do modelo de las markovians nitasM=M=1=K, tem-se da Eq. 8.40

quep, PfN=ng= % n=0;1:::;K, para 6 1. Segue entao que:

xXo 1 n+1
pizil > N=0;1 K
i=0
Fazendoc=1 K*1 segue que:
X 1 X
pi < R Pi )
i=0 i=0
1 N N +1
< R —)
c c
1 N < Rc 1 N +1 )
1+ N+1 Rc < 1+ N )
N+1 1 RcC < N )

(N +1)log( ) log(d Rc) <N log())

N< o8R0 N+1)
log(1 Rc) N < log(1 Rc):
log( ) log( )
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Portanto,

_ log(1 Rc) _
N = 7Iog() 1 ; (3.48)

em guedxee 0 menor inteiro nao inferior ax.
A Listagem 3.9 apresenta a implementacao utilizada nesta tese, codi cada em

R (R Core Team 2013, e um exemplo de chamada.

rmmlk< function (tam,rho ,K) f # simulate
wW runif (tam,0,1)
x< log(1 u (1 rho”(K+1)))% Pdog (rho)

return (x)

> set.seed(13579)
> rmmlk(tam=10,rho0=0.20,K=5)
[1] 01 01000210

Listagem 3.9: Implementacao da geracao de amostras de uma M=M=1=K

3.3 Observaoes Finais

Neste secao foram apresentadas as metodologias inferenciassica e baye-
siana, para modelos de las markovianas de servidorunico in nitas aitas, res-
pectivamente, para os modeloM=M=1 e M=M=1=K, bem como um estimador
corrigido via bootstrap baseado no estimador de naxima verossimilharca para
No poximo captulo serao apresentados e discutidos o0s princigaresultados com-

putacionais que foram obtidos.
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Captulo 4

Resultados Computacionais e

Discussao

Neste captulo serao apresentados os resultados computaeignobtidos, a
partir de odigos escritos em RR Core Team 2013, disponveis nos ApéndiceA

e B, ou diretamente com o autor.

4.1 Filas M=M=1

A implementecao para a geracao de amostras para 0 rumera clientes no

sistema, em R R Core Team 2013, pode ser visualizada na Listage™.1

1 gerAmosRo< function (tam,rho) f # simulate
return (rgeom (tam,1 rho))

39

Listagem 4.1: Geracao das amostras

Na Listagem4.2e apresentada a implementacao em RR Core Team 2013 de
uma furcao para a aralise de desempenho dos estimadores viawaao Monte

Carlo, que determina nedia e erro padrao da nedia (EPM), para@.000 repli-
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cacoesd. A furcao fESt(K,amostra,...) pode ser qualquer uma daqueles esti-
madores, para , L ou Ly (EMV, EMV corrigido via bootstrap e bayesianos). O
estado da semente aleabriaGlobalEnv$.Random.seede armazenado imediata-
mente antes da chamadaa furcadESt(K,amostra,...) , que pode ser esto@stica
(p.e., nos casobootstrape bayesianos), para garantir que as amostras geradas para

estimacao serao as mesmas para todos os estimadores.

MtCa< function (tam,rho,fEst,...) f

rep< 10000

amostra< numeric (tam)

est< numeric (rep)

for (i in 1l:rep) f
# gerar dados
amostra< gerAmosRo (tam,rho)
oldseed .GlobalEnv $.Random.seed
# ajustar modelo e guardar ajuste
est[i]< fEst(amostra,...)
.GlobalEnv $.Random.seed< oldseedg

return (c(mean (est), sqrt (var (est)/rep )))

Listagem 4.2: Implementacao do Monte Carlo para avaliacao destimadores

4.1.1 Inferéncia Cassica

Todos os @alculos foram realizados com as implementacoes apréadas no Ca-
ptulo 3, desenvolvidas para o ambiente RR Core Team 2013. Foram realizadas
simulacees de amostras com tamanhos2 f 10; 20; 50; 100; 2@Pe intensidades de
tafego 2 0;01;010;020;050;090;099%. Foram calculadas estimativas ne-
dias de pelo EMV, Equacao @.12, e pela sua versao corrigida vidootstrap

Equacao R.12, com os respectivos erros-padrao da nedia (EPM), com 10.0@0

1Observe-se que e tamkem bastante comum em estudos de simulao a apresentacao da

raiz do erro guadatico medio (ou o RMSE, do ingles ‘root mean square error), de nido como
u 0 q
~ _ P 1 A 2 _ Y A . .
RMSE(") = o (Vi )2 = Vcio( ")?+Var( "), que agrega a informacao de nedia e erro.
i=1
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plicacees Monte Carlo, para todos os cerarios. Os resultadosgem ser vistos na
Tabela 4.1, que se encontram sintetizados na Figur& 2

Podemos con rmar o vcio do EMV para , para amostras peguenas e mode-
radas e para intensidades de tafego 0;50. Este comportamentoe conhecido,
uma vez que a distribucao envolvidae a geonetrica chssica. Pa valores extre-
mos (i.e., 0;99e  0;01), as estimativas sao bastante satisfabrias, conforme
visto nas Figuras4.2-(a) e -(b), com pequenos erros de estimacao e baixo erro-
padrao da nedia, o que sugere que estes sao 0s valores ma&shde estimar na
patica. Tamkem para amostras grandes f  100), o desempenhoe melhor, con-
forme visto nas Figuras4.2-(c) e -(d), que mostra pequenos valores para 0s erros
de estimacao e erro-padrao da nedia. Portanto, as medidas desempenho da la
gue sao estimadas a partir de tamkem deverao apresentar vcio, o que deve ser
uma preocupacao para o pesquisador. Sobre o estimador codagvia bootstrape
su ciente dizer que ele apresenta sempre menores erros nediesesdtimacao, sem
in acao da variancia, conforme constatado pela semelharcantee os erros-padrao
da nedia dos dois estimadores, EMV &ootstrap Figuras4.2-(b) e -(d).

Tamkem foram realizados experimentos computacionais para osiemdores de
L, Equacao (.13, e Ly, Equacao (3.14), bem como com suas versees corrigidas
via bootstrap Sao apresentados nas Tabelds3 e 4.5 e nas Figuras4.4 e 4.6 0s
resultados obtidos para. e Ly 2 f 0;5;1;2;5; 10; 20, para tamanhos de amostras
n 2 f 10; 20; 50; 100; 2@Pe 10.000 replicacoes Monte Carld possvel notar pelos
resultados que, com o esforrco computacional extra do netodmotstrap o pes-
quisador pode alcarcar com amostras de tamanho= 10 estimativas para oL e
L4, com o mesmo erro nedio que obteria com o EMV, para amostras dertanho
n = 200. Esta redwcao pode ser bastante importante do ponto dasta patico,
pela diminucao que pode acarretar nos tempos para obterceélas amostras e nos

custos de estimacao.
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Figura 4.1: Estimativas chssicas nedias de e EPM (entre parénteses)

Estimador

n

10

20 50 100

200

EMV

0,01
0,10
0,20
0,50
0,90
0,99

0,00910 (0,00029)
0,09279 (0,00084)
0,18718 (0,00109)
0,47665 (0,00116)
0,88979 (0,00036)
0,98887 (0,00004)

0,00968 (0,00021) 0,00987 (0)a@) 0,00994 (0,00010)
0,09668 (0,00062) 0,09820 (0,0003809940 (0,00028)
0,19372 (0,00079) 0,19710 (0,0003D19892 (0,00035)
0,48838 (0,00081) 0,49509 (0,0003D49801 (0,00035)
0,89500 (0,00023) 0,89801 (0,0001189895 (0,00010)
0,98945 (0,00002) 0,98978 (0,000a1,98990 (0,00001)

0,01000 (0,00007)
0,09953 (0,00020)
0,19923 (0,00025)
0,49868 (0,00025)
0,89940 (0,00007)
0,98994 (0,00001)

Bootstrap

0,01
0,10
0,20
0,50
0,90
0,99

0,00992 (0,00031)
0,09749 (0,00089)
0,19527 (0,00114)
0,49470 (0,00119)
0,89909 (0,00034)
0,98997 (0,00004)

0,00970 (0,00022) 0,00993 (0,0001101011 (0,00010)
0,09828 (0,00063) 0,09931 (0,0004009991 (0,00029)
0,19688 (0,00081) 0,19912 (0,00031,19956 (0,00036)
0,49725 (0,00081) 0,49900 (0,00051,49951 (0,00035)
0,89959 (0,00022) 0,89994 (0,0001190007 (0,00010)
0,99000 (0,00002) 0,99001 (0,000a1,99000 (0,00001)

0,01005 (0,00007)
0,09972 (0,00020)
0,19981 (0,00026)
0,49995 (0,00025)
0,90003 (0,00007)
0,99001 (0,00001)
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(a) erro medio em furcao de (b) EPM nedio em furcao de

(c) erro medio em furcao de n (d) EPM nedio em furcao de n

Figura 4.2: Desempenho dos estimadores para
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Figura 4.3: Estimativas chssicas nedias dé. e EPM (entre parénteses)

Estimador

L

n

10

20

50 100

200

EMV

0,5

1

2

5
10
20

0,45492 (0,00121)
0,91076 (0,00116)
1,81358 (0,00094)
4,52533 (0,00056)
9,00473 (0,00033)
18,07304 (0,00018)

0,47629 (0,00087)
0,95457 (0,00081)
1,90545 (0,00064)
4,76186 (0,00036)
9,49177 (0,00021)
19,01846 (0,00011)

0,48913 (0,6@) 0,49547 (0,00038)
0,98055 (0,00050) 99207 (0,00035)
1,95981 (0,00039) 98233 (0,00027)
4,89951 (0,00022) 94213 (0,00015)
9,78876 (0,00013),89238 (0,00009)
19,60429 (0,0900L9,78629 (0,00005)

0,49696 (0,00027)
0,99473 (0,00025)
1,98902 (0,00019)
4,97105 (0,00011)
9,93663 (0,00006)
19,89911 (0,00003)

Bootstrap

0,5
1
2
5

10

20

0,48653 (0,00126)
0,97901 (0,00119)
1,98602 (0,00094)
4,93839 (0,00055)
9,98817 (0,00031)
19,89938 (0,00016)

0,49397 (0,00087)
0,98906 (0,00081)
1,98738 (0,00064)
4,99765 (0,00036)
9,98713 (0,00020)
20,11764 (0,00011)

0,49726 (0,00055),49942 (0,00039)
0,99599 (0,00051) 99805 (0,00035)
1,99717 (0,00039) 99813 (0,00028)
4,99523 (0,00022) 99988 (0,00015)
9,99158 (0,00013),99¢31 (0,00009)
19,96857 (0,d000,00419 (0,00005)

0,49932 (0,00027)
0,99980 (0,00025)
2,00185 (0,00020)
5,00232 (0,00011)
10,00380 (0,00006)
20,01488 (0,00003)
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(a) erro nedio em furcao de L (b) EPM nedio em furcao de L

(c) erro medio em furcao de n (d) EPM nedio em furcao de n

Figura 4.4:. Desempenho dos estimadores pdra



A4S

Figura 4.5: Estimativas chssicas nedias dé., e EPM (entre parénteses)

Estimador Lgq

n

10

20

50 100

200

EMV

0,5

1

2

5
10
20

0,43411 (0,00116)
0,87197 (0,00102)
1,75143 (0,00082)
4,45302 (0,00049)
8,92303 (0,00031)
17,96563 (0,00017)

0,46619 (0,00081)
0,93441 (0,00070)
1,87568 (0,00055)
4,71935 (0,00032)
9,45755 (0,00019)
18,96589 (0,00011)

0,48546 (0,600 0,49406 (0,00035)
0,97168 (0,00043) 98821 (0,00030)
1,94550 (0,00033) 97572 (0,00023)
4,87472 (0,00020) 93802 (0,00014)
9,78838 (0,00012),88343 (0,00008)
19,59511 (0,@)09,78940 (0,00005)

0,49605 (0,00025)
0,99246 (0,00021)
1,98579 (0,00016)
4,96822 (0,00009)
9,93151 (0,00006)
19,90578 (0,00003)

Bootstrap

0,5
1
2
5

10

20

0,48431 (0,00119)
0,97472 (0,00103)
1,96776 (0,00080)
4,96641 (0,00048)
9,93206 (0,00029)
19,84954 (0,00016)

0,49181 (0,00081)
0,98885 (0,00070)
1,99504 (0,00054)
4,97319 (0,00032)
9,98385 (0,00019)
20,03573 (0,00010)

0,49700 (0,00051),49854 (0,00035)
0,99747 (0,00043) 99701 (0,00030)
1,99985 (0,00033) 00386 (0,00023)
4,99995 (0,00019) 99733 (0,00014)
10,02029 (0,00018)99415 (0,00008)
20,00104 (0,@)0@9,97931 (0,00005)

0,49985 (0,00025)
1,00073 (0,00021)
1,99483 (0,00016)
5,00092 (0,00010)
9,98929 (0,00006)
19,98261 (0,00003)
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(a) erro medio em furcao de Lq (b) EPM nedio em furcao de Lq

(c) erro medio em furcao de n (d) EPM nedio em furcao de n

Figura 4.6: Desempenho dos estimadores pdrg



4.1.2 Inferéncia Bayesiana

Para a metodologia bayesiana proposta, tamlem foram geradasastras do
rumero de clientes no sistema no momento da partida, a partir da Egcao 3.6),
utilizando amostras de tamanhm 2 f 10; 20;50; 100; 2@Ppara 2 f 0;2;0;5; G 9g.
O procedimento foi realizado 10.000 vezes. Quatro tipos de distrifmes a pri-
ori foram utilizadas, duas distribuceesa priori beta, beta(1,5;25) e
beta(2 5;1;5), e uma distribucao uniforme truncada, unif(0; 05; g 95), con-

forme mostrado na Figurad.7, e a distribucao a priori de Je reys.

n
-
o
S
=
o
o
92
— Beta(1,5;2,5)
: Beta(2,5;1,5)
g _ ot ++++ Unif(0,05;0,95

I I I I I I
0.0 0.2 0.4 0.6 0.8 1.0

Figura 4.7: Distribuceesa priori beta e uniforme truncada para

A Tabela 4.1 mostra as estimativas para cada tamanho de amostra e valor

de . Observa-se que com o aumento do tamanho amostral, as estimagise
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aproximam do verdadeiro valor de utilizado, sendo que as estimativas utilizando
a distribucao a priori de Je reys parecem estar mais pioximas para de Q2 e

0; 5. Por outro lado, quando o valor de e 0;5, os resultados sao melhores quando
utilizamos a distribucao beta(2 5;1;5). Outro fato importantee que quando
utilizamos distribuceesa priori beta poximas do verdadeiro valor, as estimativas
para sao melhores. Com isso, podemos dizer que, para o gestor, quamtlhor
ele poder quanti car a sua informacao inicial sobre, os resultados tendem a ser
mais precisos.

A Tabela 4.2 mostra algumas caractersticas de operacao da la. Obsense
gue com o aumento do tamanho amostral as estimativas se aproximdos valores
exatos para o rumero de clientes no sistema e o tamanho da la. Astenativas
baseadas na distribucaa@ priori de Je reys parece ter um desempenho um pouco
melhor. Quando o e 0;9, as estimativas para o rumero de clientes no sistema e
na la sao melhores ao utilizar a distribucaaa priori uniforme, para um tamanho
amostral maior que 100.

Para determinar qual modelo melhor se ajustou aos dados (simulafloxou-
se um tamanho amostral de 200 e obteve-se a distribucao préeit do rumero
de clientes no sistema no momento de partida, para o rumero de clies de 0
a 5, e calculou-se o fator de Bayes para cada um deles. A partir dab&ta 4.3
observa-se que o fator de Bayes cou poximo de 1 para todos waores de , nao
evidenciando para este parametro que algum dos modelos utilizadega superior
ao outro. Utilizando a priori de Je reys, o fator de Bayes, em comparacao com as

outras distribucees utilizada, tamkem apresentou um valor ppximo de 1.
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Tabela 4.1: Estimativas bayesianas nedias dee EPM (entre parénteses)

n

Distribucao 10 20 50 100

200

0;2 Beta(1;5;25) 0,2358 (0,0008)  0,2198 (0,0007)  0,2080 (0,0005)  0,20440003)
Beta(2;5;1;5) 0,2970 (0,0007)  0,2544 (0,0006)  0,2231 (0,0005)  0,21Z20003)
Uniforme 0,2420 (0,0008)  0,2205 (0,0007)  0,2069 (0,0005) ,2037 (0,0003)
Je reys 0,2195 (0,0010) 0,2098 (0,0007) 0,2035 (0,0005) 0,2021 (0,0003)

0,2020 (0,0002)
0,2060 (0,0002)
0,2016 (0,0002)
0,2008 (0,0002)

0;5 Beta(1;5;25) 0,4628 (0,0010)  0,4790 (0,0007)  0,4906 (0,0005)  0,49F60003)
Beta(2;5;1;5) 0,5057 (0,0009) 0,5021 (0,0007) 0,5003 (0,0005) 0,5006 (0,0003)
Uniforme 0,4813 (0,0008)  0,4895 (0,0007)  0,4953 (0,0004) 4081 (0,0003)
Je reys 0,4906 (0,0011)  0,4950 (0,0008)  0,4976 (0,0005)  ©9B (0,0003)

0,4975 (0,0002)
0,4999 (0,0002)

0,4987 (0,0002)
0,4993 (0,0002)

0;9 Beta(1;5;25) 0,8686 (0,0004)  0,8844 (0,0002)  0,8938 (0,0001)  0,89680001)
Beta(2;5;15) 0,8791 (0,0004)  0,8896 (0,0002)  0,8958 (0,0001)  0,89780001)
Uniforme 0,8803 (0,0004)  0,8907 (0,0002)  0,8964 (0,0001) ,8081 (0,0001)
Je reys 0,8905 (0,0004) 0,8953 (0,0002) 0,8981 (0,0001) 0,8990 (0,0001)

0,8983 (0,0001)
0,8988 (0,0001)
0,8990 (0,0001)
0,8994 (0,0001)

Obs.: Melhores valores em negrito
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Tabela 4.2: Valores exatos e estimativas nedias patae L

n

10 20 50 100 200
L Lg Distribucao C Uy C q C q C Uy C i’

0,25 0,05 Beta(15;25) 0,3232 0,1155 0,2912 0,0849 0,2670 0,0642 0,2593 0,0574 0,2543 0,0536

Beta(2;5;1,5) 0,4383 0,1831 0,3512 0,1139 0,2916 0,0743 0,2717 0,06222606 0,0559

Uniforme 0,3667 0,1246 0,3068 0,0863 0,2707 0,0638 0,26080501 0,2550 0,0534

Je reys 0,3040 0,1184 0,2776 0,0824 0,2603 0,0621 0,2558 0,0562 0,2525 0,0530
1,00 0,50 Beta(15;2,5) 0,9249 0,5425 0,9591 0,5247 0,9811 0,5095 0,9920 0,5062 0,9947 0,5022

Beta(2;5;1,5) 1,0923 0,6905 1,0502 0,5993 1,0196 0,5394 1,0116 0,52120046 0,5097
Uniforme 1,1064 0,6251 1,0540 0,5644 1,0202 0,5249 1,011%188 1,0047 0,5060
Je reys 1,0561 0,6828 1,0290 0,5881 1,0102 0,5331 1,0068 0,5177 1,0022 0,5079

9,00 8,10 Beta(15;25) 7,2939 7,0595 8,0376 7,5270 8,5815 7,8543 8,7799 7,96968808 8,0265
Beta(2;5;1,5) 8,0151 7,8993 8,4580 7,9810 8,7675 8,0453 8,8763 8,0667 8,9298 8.0755
Uniforme 8,6913 7,8111 8,94958,0588 8,9996 8,1032 8,9944 8,0963 8,9893 8,0903
Je reys 9,0173 9,1288 8,9923 8,5703 8,9906 8,2759 8,9894 8,1812 8,9868 8,1325

Obs.: Melhores valores em negrito



Tabela 4.3: Probabilidade preditivaa posteriori do rumero de clientes no sistema e o fator de Bayes

8G

N de Clientes Beta(1 5; 2 5) Uniforme Jereys B Bis Bos
0,2 0 0,7980 0,7984 0,7992 1,0005 1,0015 1,0010
1 0,1600 0,1597 0,1592 0,9981 0,9950 0,9969
2 0,0330 0,0329 0,0327 0,9970 0,9909 0,9939
3 0,0070 0,0070 0,0069 1,0000 0,9857 0,9857
4 0,0015 0,0015 0,0015 1,0000 1,0000 1,0000
5 0,0003 0,0003 0,0003 1,0000 1,0000 1,0000
0,5 0 0,5025 0,5013 0,5007 0,9976 0,9964 0,9988
1 0,2488 0,2488 0,2488 1,0000 1,0000 1,0000
2 0,1238 0,1241 0,1242 1,0024 1,0032 1,0008
3 0,0619 0,0622 0,0623 1,0048 1,0065 1,0016
4 0,0311 0,0313 0,0314 1,0064 1,0096 1,0032
5 0,0157 0,0158 0,0159 1,0064 1,0127 1,0063
0,9 0 0,1017 0,1010 0,1006 0,9931 0,9892 0,9960
1 0,0912 0,0907 0,0904 0,9945 0,9912 0,9967
2 0,0819 0,0815 0,0812 0,9951 0,9915 0,9963
3 0,0735 0,0732 0,0730 0,9959 0,9932 0,9973
4 0,0660 0,0658 0,0656 0,9970 0,9939 0,9970
5 0,0592 0,0591 0,0590 0,9983 0,9966 0,9983
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4.2 Filas M/M/1/K

Para aralise de desempenho dos estimadores, 10.000 replicsciente Carlo
foram realizadas, de acordo com o @digo, em R(Core Team 2013, apresentado
na Listagem4.3. Note-se que a furcadESt(K,amostra,...) pode ser qualquer
uma das que implementam estimadores para (EMV, bayesiano e EMV corri-
gido via bootstrap e tamkem que e armazenado o estado da semente aleabria
.GlobalEnv$.Random.seed, imediatamente antes da chamada a esta furcao, que
pode ser esto@stica, para garantir que as amostras geradasgestimacao serao

as mesmas para todos os estimadores.

MtCaRoMM1K < function (tam,rho ,K,fEst,...) f

rep< 10000

amostra< numeric (tam)

est< numeric (rep)

for (i in 1l:rep) f
# gerar dados
amostra< rmmlk(tam,rho ,K)
oldseed .GlobalEnv $.Random.seed
# ajustar modelo e guardar ajuste
est[i]< fEst(K,amostra,...)
.GlobalEnv $.Random.seed< oldseed

g
c(mean (est), sqrt (var (est)/rep ))

Listagem 4.3: Implementacao da simulacao Monte Carlo

Foram realizadas simulacees de amostras, a partir da E®.48 e mdigo da Lis-
tagem 3.9, para os tamanhos 2 f 10; 20; 50; 100; 2@Pe as intensidades de tafego
2 £0;01;010;020;350;090;099. Para todos esses cerarios, foram calcu-

ladas nedias, para 10.000 replicacees Monte Carlo (via odigo dastagem 4.3),

das estimativas pontuais de (i) pelo EMV, via maximizacao nunerica da ve-

rossimilharca, Eq. 3.43 e wmdigo da Listagem3.6; (ii) pelo netodo bayesiano,
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com priori beta(l;5; 2 5), via medias de amostras de tamanho 5.000 da dis-
tribucao a posteriori, Eq. (3.46, obtidas pelo netodo ARMS Gilks et al. (1995

do pacote HI Petris & Tardella (2013 do R, via odigo da Listagem 3.8, (iii) e
estimativas pontuais pelo EMV, corrigidas pelo netoddootstrap Eq. (2.12 e ©-
digo da Listagem3.7. Tamkem foram calculadas os respectivos erros padrao da
media (EPM). Os resultados podem ser vistos nas Tabelak4, 4.5 e 4.6, que se
encontram sintetizados nas Figurad.8 4.9e 4.10

Nas Figuras4.8, 4.9 e 4.1Q encontram-se representados 0s erros de estimacao
nmedios e os EPM nedios, em furcao da intensidade de tafego (nmedia entre
todos os tamanhos de amostra) e em furcao do tamanho da amasn (nmedia
entre todas as intensidades de tafego). Para as las com capdade K = 5,
Figura 4.8, notamos um erro de estimacao nedio aproximadamente consta para
o EMV e EMV corrigido pelo bootstrap exceto quando 1,0 (Figura 4.8
a). O estimador bayesiano nao apresentou desempenho equiveleimclusive as
estimativas tendem a superestimar o valor verdadeiro (erro posiby quando <
0;5, e a subestimar, caso contario. Em relacao ao tamanho da astra n, todos
os estimadores apresentaram uma reduc-ao monotonica nooefFigura 4.8-c). Do
lado do EPM, que mede a variabilidade das estimativas, o estimador leajano
apresenta-se como a melhor alternativa, uma vez que apresemmpre 0S menores
valores. Entre o EMV e EMV corrigidobootstrap os valores sao semelhantes, com
uma vantagem para o EMV original.

Aumentando-se um pouco a capacidade da la, pard = 20, Figura 4.9,
notamos um comportamento bastante semelhante. Entretant@ di culdade de
estimacao para intensidades de tafego 1;0 parece ter diminudo, sendo que 0s
maiores erros de estimacao nedios ocorrem com 0; 5, para os estimadores EMV
e EMV corrigido. Este comportamentoe aquele observado para $amarkovianas

in nitas, M=M=1, anteriormente estudadas. Por seu lado, o estimador bayesiano
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Tabela 4.4: Estimativas nedias de e EPM (entre parénteses) par& =5

K

Estimador

n

10

20

50 100

200

EMV

0,01
0,10
0,20
0,50
0,90
0,99

0,00928 (0,00029)
0,09172 (0,00084)
0,18449 (0,00109)
0,48492 (0,00139)
0,87146 (0,00127)
0,92503 (0,00103)

0,00960 (0,00021)
0,09614 (0,00062)
0,19235 (0,00080)
0,49422 (0,00096)
0,88854 (0,00097)
0,94638 (0,00074)

0,01000 @)NA4) 0,01003 (0,00010) 0,01007 (0,00007)

0,09845 (0,00041)09907 (0,00028)
0,19700 (0,00031,19833 (0,00036)
0,49824 (0,00061)49884 (0,00042)
0,89839 (0,0006890021 (0,00052)
0,96396 (0,0004897225 (0,00036)

0,09964 (0,00020)
0,19921 (0,00025)
0,49952 (0,00030)
0,90044 (0,00038)
0,97854 (0,00026)

beta(1;5;2,5)

0,01
0,10
0,20
0,50
0,90
0,99

0,11359 (0,00019)
0,17032 (0,00060)
0,23721 (0,00081)
0,47449 (0,00110)
0,74065 (0,00078)
0,77650 (0,00066)

0,06994 (0,00017)
0,13921 (0,00050)
0,22125 (0,00067)
0,48763 (0,00087)
0,79179 (0,00061)
0,83119 (0,00049)

0,03646 (0,090 0,02366 (0,00009)
0,11622 (0,0003510822 (0,00027)
0,20848 (0,0004¥,20457 (0,00035)
0,49495 (0,0003849769 (0,00041)
0,84140 (0,0004586479 (0,00037)
0,88520 (0,0003%91462 (0,00025)

0,01704 (0,00007)
0,10402 (0,00020)
0,20214 (0,00025)
0,49900 (0,00030)
0,88099 (0,00030)
0,93702 (0,00019)

Bootstrap

0,01
0,10
0,20
0,50
0,90
0,99

0,00992 (0,00031)
0,09746 (0,00089)
0,19446 (0,00113)
0,49647 (0,00137)
0,89517 (0,00141)
0,95119 (0,00114)

0,01000 (0,00022)
0,09970 (0,00064)
0,19837 (0,00082)
0,50011 (0,00095)
0,90321 (0,00108)
0,96522 (0,00083)

0,01018 (0,00013401013 (0,00010)
0,10009 (0,00041,09993 (0,00029)
0,19976 (0,00031,19977 (0,00036)
0,50065 (0,0003850007 (0,00042)
0,90473 (0,0007590256 (0,00056)
0,97635 (0,0003598100 (0,00040)

0,01012 (0,00007)
0,10007 (0,00020)
0,19994 (0,00025)
0,50012 (0,00030)
0,90074 (0,00039)
0,98475 (0,00030)
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Tabela 4.5: Estimativas nedias de e EPM (entre parénteses) par& = 20

K

Estimador

n

10

20

50 100

200

20

EMV

0,01
0,10
0,20
0,50
0,90
0,99

0,00928 (0,00029)
0,09158 (0,00084)
0,18345 (0,00107)
0,47371 (0,00116)
0,89316 (0,00057)
0,97283 (0,00036)

0,00960 (0,00021)
0,09609 (0,00062)
0,19186 (0,00079)
0,48785 (0,00081)
0,89758 (0,00039)
0,97979 (0,00025)

0,010000@)14) 0,01003 (0,00010) 0,01007 (0,00007)

0,09844 (0,000409906 (0,00028)
0,19684 (0,0003D19827 (0,00036)
0,49543 (0,0003D49750 (0,00036)
0,89922 (0,0002189956 (0,00017)
0,98507 (0,00017,98728 (0,00013)

0,09964 (0,00020)
0,19919 (0,00025)
0,49885 (0,00025)
0,89979 (0,00012)
0,98877 (0,00010)

beta(1;5;2,5)

0,01
0,10
0,20
0,50
0,90
0,99

0,11295 (0,00018)
0,16848 (0,00057)
0,23420 (0,00077)
0,46271 (0,00098)
0,85476 (0,00048)
0,91812 (0,00028)

0,06982 (0,00017)
0,13939 (0,00050)
0,21768 (0,00066)
0,47892 (0,00074)
0,87577 (0,00034)
0,94089 (0,00019)

0,03639 (0,090 0,02396 (0,00009)
0,11722 (0,0003¥,10846 (0,00027)
0,20773 (0,0004520430 (0,00034)
0,49092 (0,0004849474 (0,00035)
0,89079 (0,0002889523 (0,00017)
0,96086 (0,0001297061 (0,00009)

0,01704 (0,00007)
0,10397 (0,00020)
0,20221 (0,00025)
0,49781 (0,00025)
0,89754 (0,00012)
0,97753 (0,00007)

Bootstrap

0,01
0,10
0,20
0,50
0,90
0,99

0,00993 (0,00031)
0,09763 (0,00089)
0,19462 (0,00113)
0,49385 (0,00118)
0,90117 (0,00056)
0,98215 (0,00038)

0,01000 (0,00022)
0,09976 (0,00064)
0,19846 (0,00081)
0,49896 (0,00081)
0,90065 (0,00038)
0,98590 (0,00027)

0,01018 (0,0001401013 (0,00010)
0,10010 (0,00041,09994 (0,00029)
0,19982 (0,00031,19982 (0,00036)
0,50019 (0,0003D49995 (0,00036)
0,90021 (0,0002190004 (0,00017)
0,98872 (0,0001898963 (0,00014)

0,01012 (0,00007)
0,10007 (0,00020)
0,19997 (0,00025)
0,50008 (0,00025)
0,90002 (0,00012)
0,99023 (0,00011)
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Tabela 4.6: Estimativas nedias de e EPM (entre parénteses) par&k = 80

K

Estimacao

n

10

20

50 100

200

80

EMV

0,01
0,10
0,20
0,50
0,90
0,99

0,00928 (0,00029)
0,09158 (0,00084)
0,18345 (0,00107)
0,47366 (0,00116)
0,89001 (0,00037)
0,98737 (0,00012)

0,00960 (0,00021)
0,09609 (0,00062)
0,19186 (0,00079)
0,48783 (0,00081)
0,89551 (0,00023)
0,98903 (0,00009)

0,010000@)21) 0,01003 (0,00010) 0,01007 (0,00007)

0,09844 (0,0008209906 (0,00028)
0,19684 (0,0007@19827 (0,00036)
0,49543 (0,00081,49750 (0,00036)
0,89835 (0,0002889915 (0,00010)
0,98982 (0,0000898995 (0,00004)

0,09964 (0,00020)
0,19919 (0,00025)
0,49885 (0,00025)
0,89960 (0,00007)
0,98998 (0,00003)

beta(1;5;2,5)

0,01
0,10
0,20
0,50
0,90
0,99

0,11310 (0,00018)
0,16896 (0,00057)
0,23400 (0,00078)
0,46323 (0,00098)
0,86916 (0,00040)
0,97255 (0,00010)

0,06992 (0,00017)
0,13844 (0,00050)
0,21867 (0,00065)
0,47879 (0,00074)
0,88449 (0,00025)
0,97946 (0,00007)

0,03640 (0,000 0,02396 (0,00009)
0,11715 (0,0003010872 (0,00027)
0,20822 (0,0008520430 (0,00034)
0,49021 (0,0007449475 (0,00035)
0,89418 (0,0002589688 (0,00010)
0,98483 (0,000a¥,98708 (0,00003)

0,01704 (0,00007)
0,10440 (0,00019)
0,20206 (0,00025)
0,49723 (0,00025)
0,89855 (0,00007)
0,98852 (0,00003)

Bootstrap

0,01
0,10
0,20
0,50
0,90
0,99

0,00993 (0,00031)
0,09763 (0,00089)
0,19462 (0,00113)
0,49390 (0,00118)
0,89910 (0,00034)
0,99000 (0,00013)

0,01000 (0,00022)
0,09976 (0,00064)
0,19846 (0,00081)
0,49897 (0,00081)
0,89987 (0,00023)
0,99042 (0,00009)

0,01018 (0,0001401013 (0,00010)
0,10010 (0,00041,09994 (0,00029)
0,19982 (0,00031,19982 (0,00036)
0,50019 (0,0003D49995 (0,00036)
0,90008 (0,00013190002 (0,00010)
0,99031 (0,000@599012 (0,00004)

0,01012 (0,00007)
0,10007 (0,00020)
0,19997 (0,00025)
0,50008 (0,00025)
0,90003 (0,00007)
0,99002 (0,00003)
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(a) erro medio em furcao de paraK =5 (b) EPM nedio em furcao de paraK =5

(c) erro nedio em furcao den paraK =5 (d) EPM nedio em furcao de n paraK =5

Figura 4.8: Desempenho dos estimadores pargparaK =5
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(a) erro nedio em furcao de paraK =20 (b) EPM nedio em furcao de paraK =20

(c) erro nedio em furcao de n para K =20 (d) EPM nedio em furcao de n para K =20

Figura 4.9: Desempenho dos estimadores pargara K =20
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(a) erro nedio em furcao de paraK =80 (b) EPM nedio em furcao de para K =80

(c) erro nedio em furcao de n para K =80 (d) EPM nedio em furcao de n para K =80

Figura 4.10: Desempenho dos estimadores pargara K = 80



mantem seu padrao de desempenho, quee pior, em termos d® @le estimacao
medio. As estimativas sao superestimadas para< 0;5 e subestimadas, caso
contario. Todos o0s estimadores apresentam erros que cornyem para zero, a
medida que o tamanho da amostra cresce, com destaque para amesior EMV
corrigido, que apresenta erro de estimacao nedio aproximadamtie zero, para
amostrasn  50. Do ponto de vista do EPM, novamente os menores valores
sao0 aqueles obtidos para o estimador bayesiano, que parecesaotar a menor
variabilidade, embora nao tenha os menores erros de estimar®aolios.
Finalmente, para las comK = 80, Figura 4.1Q o comportamento observado
pode ser considerado, para ns paticos, como sendo igual aocsdéas markovianas
in nitas, em termos de erros de estimacao nedios e EPM. Esta netatacaoe uma
evidéncia da correcao das nossas implementacees e da qudkddos resultados

computacionais apresentados.

4.3 Observaoes Finais

Neste captulo foram apresentados os principais resultados, ca@ammetodologia
proposta, utilizando a inferéncia chssica e bayesiana, para sista de las simples
in nitas e nitas. No captulo seguinte sela apresentado as pringoais conclusees

obtidas e algumas recomendacoees para trabalhos futuros.
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Captulo 5

Conclusees e Observacoees Finais

5.1 Sunario

Nesta tese, foi apresentada uma continuidade, uma extens#o, trabalho
de Choudhury & Borthakur (2009. Foram desenvolvidas ferramentas inferenci-
ais para las markovianas de servidorunico in nitas e nitas, ou, nanotecao de
Kendall (1953, las M=M=1 eM=M=1=K. Foram consideradas apenas amostras
do rumero de clientes no sistema nos momentos de partidas alg&és. Dada a
importancia das las no dia a dia das pessoas, esta tese abordourolgema da
estimacao de algumas das suas medidas de desempenho, maiciesp@aente, da
intensidade de tafego, , do rumero esperado de clientes no sistemh, e do ta-
manho nedio da la, Ly. Apesar de o foco ter sido nos tipos mais simples de
las, M=M=1 e M=M=1=K, istoe, com chegadas Poisson, tempos de servco ex-
ponenciais, servidorunico e capacidades in nita ou nita, tais modes sao uma
aproximacao acurada para \arios problemas paticos e uma Isa lida para mo-
delos mais complexos e espec cos.

Foi constatada a preserca de vcio no estimador de maxima vesgimilharnca

para , para valores poximos de 0,5, e investigada a utilizacao do cordwgo e-
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todo bootstrap nao paramnetrico para sua correcao. Resultados computanais
apresentados apontaram para uma correcao efetiva do vcielo bootstrap sobre-
tudo em amostras pequenas, 0 que possibilita uma reduwcao no s@manho, com
consequente diminucao nos tempos para sua obtercao e nastes de estima-
cao. Sob ponto de vista bayesiano, outras distribuceespriori foram utilizadas.
Observa-se que com o uso da distribucaopriori de Je reys, as estimativas tam-
kem apresentam um vcio menor, e, com 0 aumento do tamanho astoal, este
vcio tende a diminuir.

Para o modeloM=M=1=K, o problema de estimacao da intensidade de tafego
apresenta-se como bastante desa ador. De fato, nenhum esuhor foi absoluta-
mente superior a outro, considerandos o0s quesitos erro de estiamae EPM. A
estimacao pelos netodos EMV e EMV corrigido apresenta menoickd que o es-
timador bayesiano, mas apresenta uma maior variabilidade. Possiveinte pela
assimetria da distribucaoa posteriori, 0 estimador bayesiano nao foi competitivo,
em termos de erro de estimacao. Em geral, para amostras de tathon = 50 e
las com K 20, os erros de estimacao nedios foram inferiores a 0,005, sajpelo
este valor apenas para o estimador bayesiano, em las de capaceléatal K = 5.

No que diz respeito ao comportamento dos erros de estimacaedios e EPM
medios em furcao da intensidade de tafego, podemos con rmar 0s maiores erros
guando as amostras sao pequenas ( 20) e as intensidades de tafego 1,0,
diferentemente do que ocorre com as lagl=M=1, que possuem maior vcio para

0; 5. Possivelmente devido ao truncamento do rumero de uslario® tamanho
maximo da la, K, os sistemas com altas intensidades de tafego apresentam-se
como 0s que exigem maior esfoico computacional e que sao os rddceis de
estimar.

E importante ressaltar que, para las com capacidad& = 80, o sistema

comporta-se de forma similaras las markovianas in nitas,M=M=1, conforme
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esperado. Istoe, o erro de estimacao nmedioe maior e o EPMenais alto quando

0;5.

5.2 Propostas de Continuidade
Como trabalhos futuros, pode-se citar 0os seguintes:

Fazer uma aplicacao da metodologia apresentada a dados reais;

Investigar as estimativas das medidas de desempenho utilizandorostfor-

mas de informacaaa priori ;

Estender o estudo de lasM=M=1=K para outras medidas de desempenho,
tais como o rumero de clientes no sistemd,, tamanho nedio da la, Lg,

entre outras;

Estender o processo inferencial para las com servidores nultigilpmodelos

M=M=c e M=M=1 ;

Utilizar crierios de comparacao de modelos para analisar o impaztdo uso

da informacaoa priori nas estimativas;

Realizar uma aralise de custo para os modelos estudados.

Investigacoes futuras tamlkem incluem a avaliacao da qualidadda correcao via
bootstrapem outras medidas de desempenho da la, tais como a probabilidade de
servidor ocioso,P(M = 0), o tempo esperado no sistemaV, e o tempo nedio
na la, W,. Tamkem outros tipos de las devem ser investigados, tais como &
markovianas multi-servidoras in nitas, M=M=c, nitas, M=M=c=K, e assim por
diante. Estes sao apenas alguns bpicos para trabalhos futgroesta instigante

linha de pesquisa.
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Apéndice A

Listagem dos Programas em

para Filas M=M=1

MM1_.160216.R

# functions for M /M/ 1 queue

gerAmosRo < function (tam,rho) f # simulate
return  (rgeom (tam,1 rho)) g

# maximum likelihood estimate for rho, L, and Lq

EMVRo < function (amostra) f

return (1/ (1+ length (amostra) /sum (amostra))) g
EMVL < function (amostra) f

return  (1/ (1/EMVRo(amostra) 1) g
EMVLg < function (amostra) f

roHat < EMVRo(amostra)

return (roHat”2 /(1 roHat)) g

# Boostrap corrected estimate

ECBoot < function (amostra, fEst) f

B< 10

soma< 0

for (i in 1:B) f
reamostra < sample (amostra, replace =T)
estm< fEst(reamostra)
soma< somatestm (¢

estmStar=soma /B

return (2 fEst(amostra) estmStar) g
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# Bayesian estimate rho ~ Beta(a,b), L, and Lg

EPRol < function (amostra,a,b) f
n< length (amostra)
y< sum (amostra)
return  ((aty) / (y+atntb)) g
EPL1 < function (amostra,a,b) f
n< length (amostra)
y< sum (amostra)
return  ((aty) / (mb)) g
EPLgl < function (amostra,a,b) f
n< length (amostra)
y< sum (amostra)

return  ((aty+1) (y+ta) / ((n+b 1) (y+atntb))) g

# Bayesian estimate rho ~ Unif(c,d), L, and Lq

library (zipfR)

require (zipfR) # required package
EPRo2 < function (amostra, c,d) f
n< length (amostra)
y< sum (amostra)
return ((lbeta( c,y+2,n+1) Ibeta(d,y+2,n+1)) /
(Ibeta( c,y+1,n+1) Ibeta(d,y+1,n+1))) g
EPL2 < function (amostra, c,d) f
n< length (amostra)
y< sum (amostra)
return ((lbeta( c,y+2,n) Ibeta(d,y+2,n)) /
(lbeta( c,y+1,n+l1) Ibeta(d,y+1,n+1))) g
EPLg2 < function (amostra, c,d) f
n< length (amostra)
y< sum (amostra)
return ((lbeta( c,y+3,n) Ibeta(d,y+3,n)) /
(lbeta( c,y+1,n+l1) Ibeta(d,y+1,n+1))) g

# Bayesian estimate rho ~ Jeffreys, L, and Lq

EPRo3 < function (amostra) f
n< length (amostra)
y< sum (amostra)
return  ((1/2+y) / (y+t1 /2+n)) g
EPL3 < function (amostra) f
n< length (amostra)
y< sum (amostra)
return  ((1/2+y) /'n)g
EPLg3 < function (amostra) f
n< length (amostra)
y< sum (amostra)
return  ((y+3 /2) (y+1 /2)/ ((n 1) (y+1 /2+n))) g

# predictive probability

PP1< function (amostra,a,b,m) f
n< length (amostra)
y< sum (amostra)

return (beta (y+atm,ntb+1) /beta (y+a,ntb)) g

78



PP2< function (amostra, c,d,m) f

n< length (amostra)

y< sum (amostra)

return ((lbeta( c,y+ltm,n+2) Ibeta(d, y+1+m,n+2)) /

(lbeta( c,y+1,n+l1) Ibeta(d,y+1,n+1))) g

PP3< function (amostra,m) f

n< length (amostra)

y< sum (amostra)

return (beta (y+1 /2+m,n+1) /beta (y+1/2,n)) g

# monte carlo estimates

MtCa < function (tam,rho,fEst,...) f
rep < 10000
amostra < numeric (tam)
est< numeric (rep )
for (i in 1: rep ) f
# gerar dados
amostra < gerAmosRo (tam, rho)
oldseed < .GlobalEnv $.Random.seed
# ajustar modelo e guardar ajuste
est[i] < fEst(amostra,...)
.GlobalEnv $ .Random.seed < oldseed g
return (c(mean (est), sqrt (var (est) /rep ))) g

# monte carlo tables

TabMtCa < function (tam,rho,fEst,...) f
res< matrix (nrow =length (rho), ncol =2 length (tam))
for (i in 1: length (rho)) f
for (j in 1: length (tam)) f
set .seed(13579)

res[i,(2 j 1):(2 j)l< MtCa(tam[j],rho[i], fEst,...) [e]¢]

return (res) g

# generate MLE tables for rho

tam< ¢(10,20,50,100,200)

rho= ¢(0.01,0.10,0.20,0.50,0.90,0.99)
r.EMVRo < TabMtCa(tam,rho ,EMVRo)

save (tam,rho,r.EMVRo, file ="TabEMVRo.RData")

#load ( file ="TabEMVRo . RData")

# generate bootstrap tables for rho

tam< ¢(10,20,50,100,200)
rho= ¢(0.01,0.10,0.20,0.50,0.90,0.99)

r.ECBootRo < TabMtCa(tam, rho , ECBoot,EMVR0)
save (tam,rho,r.EMVRo, file ="TabECBootRo.RData")
#load (file ="TabECBootRo .RData")

# expected number of clients L and queue size Lq

espL< function (rho) f
return (1/(1/rho 1)) g
espLg< function (rho) f
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return (rho”2 /(1 rho)) g

# inverse functions; rho as a function of L and Lq

fRoL < function (L) f
return  (1/(1+1 /L)) g

fRoLgq < function (Lq) f
return  (( Lo+ sqrt (Lg™2+4 Lq)) / 2)g

# generate MLE tables for L

tam< ¢(10,20,50,100,200)
l=¢c(0.5,1,2,5,10,20)

#r .EMVL < TabMtCa(tam,fRoL (L) ,EMVL)
r.EMVL < TabMtCa(tam, fRoL (L) ,EMVRo)
r.EMLL,(1:(2 length (tam)) %% 2) != 0]< espL(r.EMWL[,(1:(2 length (tam)) %% 2) != 0])
save (tam,L,r.EMWL, file ="TabEMVL.RData")
#load (file ="TabEMVL.RData")

# generate bootstrap tables for L

tam< ¢(10,20,50,100,200)

L=c(0.5,1,2,5,10,20)

#r.ECBootL < TabMtCa(tam,fRoL(L),ECBoot,EMVL)

r.ECBootL < TabMtCa(tam,fRoL (L) ,ECBoot,EMVRo)

r.ECBootL[,(1:(2 length (tam)) %% 2) != 0]< espL(r.ECBootL[,(1:(2 length (tam)) %% 2) != 0])

save (tam,L,r.ECBootL, file ="TabECBootL . RData")
#load (file ="TabECBootL.RData")

# generate MLE tables for Lq

tam< ¢(10,20,50,100,200)

Lg= ¢ (0.5,1,2,5,10,20)

#r .EMVLq < TabMtCa(tam,fRolLq(Lq) ,EMVLq)
r.EMVLg < TabMtCa(tam,fRoLq(Lq) ,EMVRo)
r.EMVLq[,(1:(2 length (tam)) %% 2) = 0]< espLq(r.EMVLq[,(1:(2 length (tam)) %% 2) != 0])
save (tam,Lq,r.EMVLq, file ="TabEMVLq.RData")
#load ( file ="TabEMVLq.RData")

# generate bootstrap tables for Lq

tam< ¢(10,20,50,100,200)

Lg= ¢(0.5,1,2,5,10,20)

#r.ECBootLq < TabMtCa(tam,fRoLqg(Lg), A ECBoot,EMVLq)

r.ECBootLq < TabMtCa(tam, fRoLq(Lq) ,ECBoot,EMVR0)

r.ECBootLq [ ,(1:(2 length (tam)) %% 2) != 0]< espLq(r.ECBootLq[,(1:(2 length (tam)) %% 2) = 0])

save (tam,L,r.ECBootL, file ="TabECBootL.RData")
#load (file ="TabECBootL.RData")

# Bayesian estimates for rho, L, and Lq

# rho ~ B(1.5;2.5)

tam< ¢(10,20,50,100,200)
rho= ¢ (0.20,0.50,0.90)
a< 1.5
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b< 2.5

r.EPRol < TabMtCa(tam,rho , EPRol,a,b)

save (tam,rho,a,b,r.EPRol, file ="TabEPRol.RData")
#load (file="TabEPRo1.RData")

r.EPL1 < TabMtCa(tam,rho ,EPL1,a,b)

save (tam,rho,a,b,r.EPLL, file ="TabEPL1.RData")
#load (file="TabEPL1.RData")

r.EPLgl < TabMtCa(tam,rho ,EPLql,a,b)

save (tam,rho,a,b,r.EPLql, file ="TabEPLgl.RData")
#load (file="TabEPLql.RData")

# rho ~ B(2.5;1.5)

tam< ¢ (10,20,50,100,200)
rho= ¢ (0.20,0.50,0.90)

a< 2.5

b< 1.5

r.EPRolb < TabMtCa(tam,rho , EPRol,a,b)

save (tam,rho,a,b,r.EPRolb, file ="TabEPRolb.RData")

#load (file="TabEPRolb.RData")

r.EPL1b < TabMtCa(tam,rho ,EPL1,a,b)

save (tam,rho,a,b,r.EPL1b, file ="TabEPL1b.RData")
#load (file="TabEPL1b.RData")

r.EPLglb < TabMtCa(tam,rho , EPLql,a,b)

save (tam,rho,a,b,r.EPLqlb, file ="TabEPLqglb.RData")
#load (file="TabEPLqlb.RData")

# rho ~ U(0.05;0.95)

tam< ¢(10,20,50,100,200)
rho= ¢ (0.20,0.50,0.90)

c< 0.05

d< 0.95

r.EPRo2 < TabMtCa(tam,rho ,EPRo2, c,d)

save (tam,rho,a,b,r.EPRo2, file ="TabEPRo2.RData")
#load (file ="TabEPR02.RData")

r.EPL2 < TabMtCa(tam,rho ,EPL2, c,d)

save (tam,rho,a,b,r.EPL2, file ="TabEPL2.RData")
#load (file="TabEPL2.RData")

r.EPLg2 < TabMtCa(tam,rho b EPLg2, c,d)

save (tam,rho,a,b,r.EPLg2, file ="TabEPLg2.RData")

#load (file="TabEPLqg2.RData")

# rho ~ Jeffreys

tam< ¢(10,20,50,100,200)

rho= ¢ (0.20,0.50,0.90)

r.EPRo3 < TabMtCa(tam,rho ,EPRo3)

save (tam,rho,a,b,r.EPRo3, file ="TabEPRo3.RData")
#load (file ="TabEPR03.RData")

r.EPL3 < TabMtCa(tam,rho ,EPL3)

save (tam,rho,a,b,r.EPL3, file ="TabEPL3.RData")
#load (file="TabEPL3.RData")

r.EPLg3 < TabMtCa(tam,rho ,EPLQ3)

save (tam,rho,a,b,r.EPLg3, file ="TabEPLg3.RData")
#load (file="TabEPLg3.RData")
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# posterior

tam< ¢ (200)
rho= ¢ (0.2,0.5,0.9)

a< 1.5
b< 2.5

c< 0.05
d< 0.95
m< seq (0,5)

dist=3

r.predit < matrix

for (i

in

resl<

res2<

res3<

for

g

save (tam,rho,a,b,

(J

r

r.

m) f

(nrow = length

probability and Bayes factor

(m), ncol =(dist+3)

TabMtCa(tam, rho ,PP1,a,b, i)

TabMtCa(tam, rho ,PP2,
TabMtCa(tam, rho ,PP3, i)
in 1: length (rho))

.predit[i+1,(dist+3)

predit[i+1,(dist+3)

.predit[i+1,(dist+3)
.predit[i+1,(dist+3)
.predit[i+1,(dist+3)
.predit[i+1,(dist+3)

#load (file="Tabpredit.RData")

c,d,r.predit,

c,d,i)

i (dist+3
i (dist+3
i (dist+3
i (dist+3
i (dist+3
i (dist+3

1)]<
2)]1<
3)]<
4)]<
5)]<
6)]<

length (rho))

resl[j,1]
res2[j,1]
res3[j,1]
res2[j,1] /resl[j,1]
res3[j,1] /resl[j,1]
res3[j,1] /res2[j,1]

file ="Tabpredit.RData")
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Apéndice B

Listagem dos Programas em

para Filas M=M=1=K

MM1K_160314.R

# functions for M /M/ 1/K queue

dmmilk < function (n,rho,K) f #probability
p< NULL
p< sapply (floor (n), function (n) if (n>K) 0

else (1 rho) rho~(n) /(1 rho”(K+1)))

return  (p) g

pmmilk < function (n,rho ,K) f #CDF
p< NULL
p< sapply (n, function (n) if (n>K) 1

else (1 rho~(n+l)) /(1 rho~(K+1)))

return  (p) ¢

gmmlk < function (p,rho ,K) f # quantile
g< NULL
g< log (1 p (1 rho”(K+1))) /log (rho) 1
return  (round (q)) g

rmmlk < function (tam,rho,K) f # simulate
u<  runif (tam,0,1)
x< log (1 u (1 rho~(K+1)))% Adog (rho)
return  (x) g

geom. trunc <  function (tam,rho, k) f
xi< NULL

u<  runif (tam,0,1)

xi< 1+( log 1 u (1 rho”(k+1)))% Pdog (rho) 1)
return  (xi) g

# maximum likelihood estimate for rho
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like . f < function (rho ,K,n,sumxi) f

(@ rho)*n rho~(sumxi) /(1 rho”(K+1))”n g
loglike . f < function (rho ,K,n,sumxi) f

n log (1 rho)+sumxi log (rho) n log (1 rho”(K+1)) g
EMWROMMIK < function (K, amostra) f

Eps.BW < 1le 06

n< length (amostra)

sumxi < sum (amostra)

res< optimize (loglike.f, c(Eps.EW1 Eps.BW) ,K,n, sumxi, maximum=TRUE, tol|=Eps.BW)
return (res $maximum) g

# Bayesian estimate rho ~ Unif(0,1)

require  (HI)

EBUROMMIK < function (K, amostra) f
sSize< 5000
n< length (amostra)

sumxi < sum (amostra)

res< arms( runif (1),loglike.f, function (x,K,n,sumxi) ((x >0) (x<1)),sSize ,K,n,sumxi)

return (mean (res)) g

# Bayesian estimate rho ~ Beta(a,b)

logpost.f < function (rho,K,n,sumxi,a,b) f
(n+b 1) log (1 rho)+(sumxi+a 1) log (rho) n log (1 rho”(K+1)) g
EBaRoMM1K < function (K,amostra,a,b) f
sSize< 5000
n< length (amostra)
sumxi < sum (amostra)
res< arms( runif (1),logpost.f, function (x,K,n,sumxi,a,b)((x >0) (x<1)),sSize ,K,n,sumxi,a,b)
# summary(res);mean(res);sd(res) / sqrt(n)
# hist(res,prob=TRUE, main="fPost")
# boxplot(res)

return (mean (res)) g

# Boostrap corrected estimate

EBoROMMIK < function (K, amostra) f

B< 1000

soma< 0

for (i in 1:B) f
reamostra < sample (amostra, replace =T)
estm < BEMVROMMIK(K, reamostra)
soma< somatestm g

estmStar=soma /B

return (2 BEMWRIMMIK(K, amostra) estmStar) g

# monte carlo estimates

MtCaRoMM1K < function (tam, rho ,K, fEst ,...) f
rep < 10000
amostra < numeric (tam)
est< numeric (rep )
for (i in 1: rep ) f
# gerar dados
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amostra < rmmilk(tam,rho

K)

oldseed < .GlobalEnv $.Random.seed

# ajustar modelo e guardar ajuste

est[i] < fEst(K,amostra

)

.GlobalEnv $.Random.seed < oldseed

g

c(mean (est), sqrt (var (est) /rep ))g

MtCaRoMM1KComp < function
rep < 100
amostra < numeric (tam)
estl< numeric (rep )
est2< numeric (rep )
est3< numeric (rep )
a< 1.5
b< 2.5
for (i in 1: rep ) f
# gerar dados

(tam, rho ,K, fEstl , fEst2 , fEst3)

amostra < rmmilk(tam,rho ,K)

print (amostra)
oldseed < .GlobalEnv $.

Random. seed

# ajustar modelo e guardar ajuste
estl[i] < fEstl(K,amostra)

print  (estl[i])

est2[i] < fEst2(K,amostra)

print (est2[i])

.GlobalEnv $.Random.seed < oldseed
est3[i] < fEst3(K,amostra,a,b)

print  (est3[i])

.GlobalEnv $.Random.seed < oldseed

g

c(mean (estl), sqrt (var (estl) /rep ),
mean (est2), sqrt (var (est2) /rep ),
mean (est3), sqrt (var (est3) /rep ))g

# compute monte carlo tables

TabMtCaRoMM1K < function (tam,rho K, fEst ,...) f

res< matrix (nrow =length (rho), ncol =2 length (tam))

for (i in 1: length (rho))

f

for (j in 1: length (tam)) f

set .seed(13579)

res[i,(2 j 1):(2 j)]< MCaRoMMIK(tam[j],rho[i] K, fEst ...)

resg

# tests for random generation

tam=10
rho=0.20
K=5

n=seq (0,K)

dmmik(n, rho ,K)

pmmik(n, rho ,K)
gmmlk(pmmik(n, rho ,K) ,rho ,K)
set .seed(13579)
rmmlk(tam, rho ,K)

set .seed(13579)
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geom. trunc (tam,rho ,K)

# tests for maximum likelihood

tam< 10

rho< 0.20

K< 5

set .seed(13579)

amostra < rmmilk(tam,rho ,K)

n< length (amostra)

sumxi < sum (amostra)

rhos< seq (0,1,0.01)

plot (rhos, like . f(rhos ,K,n,sumxi), type="I")

hatrho < EMVROMMIK(K, amostra)

lines (hatrho, like .f(hatrho ,K,n,sumxi) , type="h")
plot (rhos,loglike .f(rhos ,K,n,sumxi), type="1")
hatrho < BEMVRIMMIK(K, amostra)

lines (hatrho,loglike . f(hatrho ,K,n,sumxi), type="h")

# test for Bayesian estimates

tam< 10

rho< 0.20

K< 5

a< 1.5

b< 2.5

set .seed(13579)

amostra < rmmilk(tam,rho ,K)

n< length (amostra)

sumxi < sum (amostra)

rhos< seq (0,1,0.01)

plot (rhos,logpost.f(rhos ,K,n,sumxi,a,b), type="1")
set .seed(13579)

hatrho < EBaRoMMIK(K, amostra ,a,b)

lines (hatrho,logpost. f(hatrho ,K,n,sumxi,a,b), type="h")
plot (rhos,loglike .f(rhos ,K,n,sumxi), type="1")

set .seed(13579)

hatrho < EBUROMMIK(K, amostra)

lines (hatrho,loglike . f(hatrho ,K,n,sumxi), type="h")

# compute averages

tam< 10

rho< 0.20

K< 5

a< 1.5

b< 2.5

set .seed(13579)
MtCaRoMMIK (tam , rho , K, EMVRAVIMIK)
set .seed(13579)
MtCaRoMMIK (tam , rho , K, EBUROMMIK)
set .seed(13579)
MtCaRoMM1K (tam , rho ,K,EBaRoMMIK, a , b)
set .seed(13579)
MtCaRoMM1K (tam , rho , K, EBoROMM1K)
set .seed(13579)
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MtCaRoMM1KComp (tam , rho , K, EMVRoMMIK, EBUROMMIK, EBaRoM

# generate MLE tables

tam< ¢(10,20,50,100,200)

rho= ¢(0.01,0.10,0.20,0.50,0.90,0.99)

K< 5

r .EMVROMM105 < TabMtCaRoMM1K (tam, rho , K,EMVROMMIK)
save (tam,rho , K, r.EMVRoMMI105,
#load ( fil e ="TabEMVRoMM105. RData")
K< 20

r .EMVROMM120 < TabMtCaRoMM1K (tam, rho , K,EMVROMMIK)
save (tam,rho K, r.EMVRoMMI120,
#load ( file ="TabEMVRoOMM120 . RData ")
K< 80

r .EMVROMM180 < TabMtCaRoMMIK (tam, rho ,K,EMVRoVMIK)
save (tam,rho K, r.EMVRoMMI80,
#load ( file ="TabEMVRoOMM180 . RData")

# generate Bayesian tables

tam< ¢(10,20,50,100,200)

rho= ¢(0.01,0.10,0.20,0.50,0.90,0.99)

K< 5

r .EBUROMM105 < TabMtCaRoMMIK (tam, rho , K,EBUROMMIK)
#save (tam, rho ,K, r . EBUROMMI105, fil e ="TabEBUROMM105. RD
#load ( file ="TabEBUROMM105. RData")

K< 20

r .EBUROMM120 < TabMtCaRoMMIK (tam, rho ,K,EBUROMMIK)
#save (tam, rho ,K, r.EBUROMM120, file ="TabEBURoMM120. RD
#load ( file ="TabEBUROMM120. RData")

K< 80

r .EBUROMM180 < TabMtCaRoMMI1K (tam, rho ,K,EBUROMMIK)
#save (tam,rho ,K, r .EBUROMM180, file ="TabEBURoMM180. RD
#load ( file ="TabEBUROMM180. RData")

# generate Bayesian tables

tam< ¢(10,20,50,100,200)

rho= ¢(0.01,0.10,0.20,0.50,0.90,0.99)

a< 1.5

b< 2.5

K< 5

r.EBaRoMM105 < TabMtCaRoMM1K (tam, rho ,K,EBaRoMMIK, a, b)
#save (tam, rho ,K, r.EBaRoMM105, file ='"TabEBaRoMM105. RD
#load ( file ='"TabEBaRoMM105. RData")

K< 20

r.EBaRoMM120 < TabMtCaRoMMI1K(tam, rho ,K,EBaRoMMIK, a,b)
#save (tam, rho ,K, r.EBaRoMM120, fil e ='TabEBaRoMM120.RD
#load ( file ="TabEBaRoMM120. RData")

K< 80

r.EBaRoMM180 < TabMtCaRoMMIK (tam, rho ,K,EBaRoMMIK, a,b)
#save (tam,rho ,K, r.EBaRoMM180, file ='TabEBaRoMM180. RD
#load ( file ="TabEBaRoMM180. RData")

# generate bootstrap tables

file ="TabEMVRoOMM105. RData")

file ="TabEMVRoMM120. RData")

file ="TabEMVRoMM180. RData")

uniform distribution

beta(a,b) distribution

MIK)

ata")

ata")

ata")

ata")

ata")

ata")




tam< ¢ (10,20,50,100,200)
rho= ¢ (0.01,0.10,0.20,0.50,0.90,0.99)

K< 5

r .EBoROMM105 < TabMtCaRoMM1K (tam, rho , K, EBoRoMMIK)

save (tam,rho ,K, r.EBoRoMMIKO5, file ="TabEBoRoMM105.RData")
#load ( file ="TabEBoRoOMM105. RData")

K< 20

r.EBoROMM120 < TabMtCaRoMMIK (tam, rho ,K,EBoRoMMIK)

save (tam,rho K, r.EBoRoMM120, file ="TabEBoRoMM120.RData")
#load ( file ="TabEBoRoOMM120. RData")

K< 80

r .EBoROMM180 < TabMtCaRoMM1K (tam, rho , K, EBoRoMMIK)

save (tam,rho ,K, r.EBoRoMM180, file ="TabEBoRoMM180.RData")

#load ( file ="TabEBoRoMM180. RData")
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