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Resumo

Grande parte da literatura em Confiabilidade lida com dados em que a medida ob-

servada é o tempo de falha das unidades sob teste. Entretanto, para situações de pouca

ou nenhuma falha, a inferência nessa abordagem pode ser comprometida. Nesse con-

texto, uma alternativa é a utilização de dados de degradação, em que medidas de alguma

característica inerente à falha são coletadas nas unidades em tempos pré-especificados

e distintos e define-se que a falha ocorre quando esse mecanismo ultrapassa um limiar

crítico de degradação estipulado. Na vertente dos modelos gerais de perfis de degradação,

ao considerar que a forma funcional pode ser aproximada por uma relação linear entre a

degradação e o tempo, o modelo linear de degradação é obtido. Todavia, ao assumir que

as taxas de degradação das unidades sob teste são constantes ao longo do tempo, esse

modelo pode ser inadequado para a análise de dados em que a ocorrência de alguma mu-

dança na estrutura do processo sob investigação ou a omissão de certas variáveis podem

justificar uma instabilidade nas taxas de degradação. Dessa forma, o presente texto tem

por objetivo estender o modelo linear de degradação no que se refere à sua forma funcio-

nal inserindo uma estrutura dinâmica no modelo sob uma perspectiva bayesiana. Isto é,

na primeira etapa da abordagem, ajusta-se um modelo linear dinâmico nas unidades sob

teste incorporando uma componente de evolução do sistema capaz de melhor acomodar

instabilidades nas taxas de degradação que ocorram durante a condução dos ensaios. A

metodologia proposta é então comparada com o modelo linear de degradação através de

estudos de simulação e na aplicação a três bancos de dados reais. Os resultados aponta-

ram para a importância de levar em consideração a dinâmica dos perfis de degradação

na análise da distribuição do tempo até a falha das unidades.

Palavras-chave: Modelo Linear de Degradação, Modelos Dinâmicos, Inferência Bayesiana.
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Abstract

Much of the literature on Reliability deals with data where the observed measure is

the failure time of the units under test. However, for situations with little or no failure,

the inference in this approach can be compromised. In this context, an alternative

is the use of degradation data, where measures of some inherent characteristic of the

failure are collected in the units at pre-specified and distinct times and it is defined

that the failure occurs when this mechanism exceeds a critical threshold of degradation

stipulated. In the general degradation path models, considering that the functional form

can be approximated by a linear relationship between degradation and time, the linear

degradation model is obtained. Nevertheless, by assuming that the degradation rates

of the units under test are constant over time, this model may be inadequate for data

analysis in which the occurrence of some change in the structure of the process under

investigation or the omission of certain variables may justify instability in degradation

rates. Thus, the present text aims to extend the linear model of degradation with respect

to its functional form by inserting a dynamic structure in the model from a bayesian

perspective. That is, in the first step of the approach, a linear dynamic model is fitted

in the units under test incorporating a system evolution component capable of better

accommodating instabilities in the degradation rates that occur during the conduction

of the tests. The proposed methodology is then compared with the linear model of

degradation through simulation studies and the application to three real databases. The

results pointed to the importance of taking into account the dynamics of the degradation

profiles in the analysis of the time distribution until the failure of the units.

Keywords: Degradation Linear Model, Dynamic Models, Bayesian Inference.
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Capítulo 1

Introdução

Ao longo dos últimos anos, tem havido um maior interesse em melhorar a produtivi-

dade, a qualidade e também a confiabilidade de produtos manufaturados. As altas expec-

tativas dos clientes e a grande concorrência global são condutoras desse interesse. Para

atingir tal necessidade e conquistar uma vantagem competitiva importante, as empresas

vêm treinando funcionários específicos em seus setores no uso apropriado de ferramentas

estatísticas como delineamento de experimentos e técnicas de monitoramento e controle

de processos. É nesse contexto que muitos recorrem a técnicas desenvolvidas em Confia-

bilidade, já que este é o ramo da estatística voltado para o desenvolvimento de modelos

que descrevem o comportamento de dados oriundos da engenharia como, por exemplo, o

tempo até a falha de objetos de interesse visando, a partir deles, estimar a confiabilidade

do sistema.

1.1 Literatura

Grande parte da literatura em Confiabilidade lida com dados em que a medida obser-

vada é o tempo de falha (ou tempo de vida) das unidades em teste e o objetivo principal

é caracterizar o quão confiáveis os produtos são. Entretanto, para produtos que possuem

um alto grau de confiabilidade, é comum estar diante de uma situação na qual, ao final do

ensaio, poucas ou até mesmo nenhuma falha é observada, resultando em um alto índice

de censuras. Geralmente, em casos como estes, os custos de realização dos ensaios são

1



2 CAPÍTULO 1. INTRODUÇÃO

elevados e os mesmos acabam não propiciando informações suficientes para uma inferên-

cia estatística adequada. Dados com essa natureza podem fornecer pouca informação a

respeito da proporção de produtos que conseguem operar além do período de garantia

estipulado (Oliveira et al., 2011).

Uma alternativa para avaliar a confiabilidade de sistemas altamente confiáveis é consi-

derar os testes de vida acelerados (Meeker e Escobar, 1998). Nesse contexto, as unidades

são estimuladas ("stress") através de variáveis aceleradoras como temperatura, pressão

ou voltagem. Esse estímulo objetiva a rápida coleta de informações, uma vez que induz

a falha mais rapidamente nas unidades. Dessa forma, os dados obtidos são incorporadas

a um modelo estatístico fisicamente razoável. Os testes de vida acelerados são muito

utilizados para o cálculo da garantia ótima dos produtos, pois é possível, através da me-

todologia utilizada, prever qual o comportamento das unidades sob teste em ambientes

normais de operação. No entanto, ainda há a possibilidade de, mesmo com o uso dessa

técnica, se deparar com situações em que poucas falhas ocorrem.

Para contornar esse problema, existe uma literatura específica na área de Confiabili-

dade que tem dado maior ênfase à utilização de dados de degradação como uma alterna-

tiva aos dados de tempo até a falha. Alguns trabalhos pioneiros e relevantes no âmbito

dos modelos de degradação são os de Hamada (2005), Robinson e Crowder (2000), Lu e

Meeker (1993), Lu et al. (1996) e Chiao e Hamada (1996). Nos ensaios de degradação,

embora a variável de interesse seja o tempo de falha ou de vida das unidades sob teste,

esta não é observada. As medidas de degradação tomadas ao longo do tempo compõem

a resposta e são responsáveis pela informação sobre o tempo até a falha das unidades.

Para a condução de um ensaio como esse, é necessário fixar um limiar crítico de degra-

dação Df , obter as medidas de algum mecanismo de degradação das unidades em teste

em tempos pré fixados e distintos e, a partir disso, definir quando uma falha ocorre.

A justificativa para o uso dessa abordagem é que, na prática, muitas falhas são re-

sultados de mecanismos de degradação inerentes a essas falhas. Na engenharia, esses

mecanismos são, por exemplo, a fadiga de equipamentos, trinca, corrosão e a oxidação.

Uma das vantagens dessa metodologia, se comparada à que utiliza dados de tempo até

a falha, é a sua capacidade de produzir inferências satisfatórias mesmo quando nenhuma



1.1. LITERATURA 3

unidade sob teste falha.

Na literatura dos modelos de degradação, é importante destacar as abordagens básicas

que têm se tornado recorrentes nos mais recentes trabalhos. Em Ye e Xie (2015), os

autores classificam os modelos de degradação em três vertentes: modelos por processos

estocásticos, modelos gerais de perfis de degradação ("general degradation path models")

e modelos que permeiam por essas duas classes.

Na primeira delas, assume-se que a degradação é um processo aleatório no tempo.

Nessa vertente, o processo de Wiener tem sido intensamente aplicado para modelar dados

de degradação. Doksum e Hoyland (1993) assumem que a degradação de um isolamento

de cabo segue um processo de Wiener e que os dados de falha podem ser analisados usando

a distribuição Normal Inversa. Em Park e Padgett (2005), o mesmo processo é empregado

para analisar dados de fadiga em metais e Wang et al. (2017) utilizam-no em uma análise

de diodos emissores de luz infravermelha. Si et al. (2013) desenvolvem um modelo de

degradação baseado no processo de Wiener com um algoritmo recursivo de filtragem para

estimar a vida útil restante de produtos com alta confiabilidade. O primeiro modelo por

processo de Wiener considerando efeitos aleatórios para tratar dados de degradação foi

desenvolvido em Peng e Tseng (2009) e extensões foram consideradas em Peng e Tseng

(2013) e Wang (2010). Quando a monotonicidade dos perfis de degradação é necessária,

o processo Gama se torna uma alternativa. Nesse contexto, destacam-se os trabalhos de

Bagdonavičius et al. (2010) e Lawless e Crowder (2004) que consideram, entre outros,

a inserção de covariáveis e efeitos aleatórios no processo Gama. O processo Gaussiano

Inverso surge como uma opção aos processos Wiener e Gama, quando estes se tornam

inadequados para análise dos dados. No trabalho de Wang e Xu (2010), um procedimento

de estimação semi-paramétrico baseado no algoritmo EM ("Expectation–Maximization

algorithm") foi proposto para o processo Gaussiano Inverso. Em Peng et al. (2014),

foram desenvolvidos métodos bayesianos para o mesmo processo no contexto de dados

de degradação.

Na segunda vertente, destacam-se os modelos gerais de perfis de degradação ("general

degradation path models") introduzidos em Lu e Meeker (1993). Nessa abordagem, a

inferência sobre o tempo até a falha passa por duas etapas. Considerando que os dados de
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degradação possuem características de dados longitudinais, na primeira etapa constrói-

se um modelo misto adequado para variável resposta contínua o qual pode ter uma

estrutura linear ou não. Nessa etapa, supõe-se uma forma funcional que está agindo

sobre os perfis de degradação e os parâmetros desconhecidos do modelo são estimados.

A segunda etapa consiste em encontrar uma relação entre a degradação e o tempo até

a falha induzido pelo modelo construído e, a partir disso, estimar a distribuição do

tempo até a falha. Dependendo da estrutura do modelo de degradação, essa distribuição

pode ser obtida analiticamente, através de simulações de Monte Carlo ou algum outro

procedimento computacional. Nesse contexto, ao considerar que a forma funcional pode

ser aproximada por uma relação linear entre a degradação e o tempo, o modelo linear

de degradação é obtido. Este modelo é utilizado em Freitas et al. (2009) para analisar

dados de desgaste em rodas de trem e no trabalho de Hamada (2005) em um estudo

sobre corrente de operação em emissores de laser. Em Oliveira et al. (2011), é obtida a

distribuição preditiva a posteriori dos tempos de falha de unidades amostrais futuras e

sob teste. Oliveira et al. (2015) consideram classes mais flexíveis de modelos de tempo

de falha e degradação linear capazes de acomodar comportamentos assimétricos e caudas

mais pesadas.

Baseando-se nas diferentes representações práticas, considera-se outras formas funci-

onais para os perfis de degradação. Bae e Kvam (2004) estendem o modelo linear por

assumir que existem duas fases no processo de degradação. Em Meeker e Escobar (1998),

o comportamento exponencial é considerado para analisar os dados de trincas em metais

submetidos a ensaios de fadiga. Shiau e Lin (1999) propõem métodos de regressão não

paramétricos para estimar a forma funcional do modelo. No trabalho de Zhou et al.

(2014), os autores a estimam fazendo uso de spline cúbica. Propostas sob a inferência

bayesiana para tratar os dados de degradação incluem os trabalhos de Robinson e Crow-

der (2000) e Hamada (2005) que discutem a estimação bayesiana usando o modelo geral

de degradação. Neste contexto, Pan e Crispin (2011) utilizam um modelo hierárquico

bayesiano para analisar um experimento com LEDs.

As extensões do modelo linear de degradação são motivadas pelo fato de, na análise de

dados reais, como os ensaios de degradação, raramente tem-se uma perfeita informação
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sobre o fenômeno de interesse. Até mesmo quando um modelo determinístico acurado

descrevendo o sistema sob estudo está disponível, existe sempre algo que não está sob

nosso controle, como o efeito de variáveis omitidas, erros de mensuração ou imperfeições

(Petris et al., 2009). Nos modelos de degradação, em particular no modelo linear, é

atribuída uma taxa de degradação constante ao longo do tempo, o que pode não ser

uma suposição razoável em muitas situações práticas. Como o relacionamento linear é

apenas uma aproximação local para a verdadeira estrutura de dependência envolvendo a

degradação e o tempo, um modelo com parâmetros variáveis pode ser mais apropriado,

já que a ocorrência de alguma mudança na estrutura do processo sob investigação ou a

omissão de certas variáveis podem justificar uma instabilidade nas taxas de degradação.

Dessa forma, se torna necessária a construção de modelos mais flexíveis que não assumam

tal padrão regular para as taxas de degradação ou que acomodem uma estabilidade para

o sistema, mas que possam incluir pontos de mudança ou quebras em sua estrutura.

Neste trabalho, propõe-se um modelo geral de perfis de degradação que estende o

modelo linear de degradação no que se refere à sua forma funcional inserindo uma estru-

tura dinâmica no modelo sob uma perspectiva bayesiana. Isto é, na primeira etapa da

abordagem, ajusta-se um modelo linear dinâmico nas unidades sob teste incorporando

uma componente de evolução do sistema capaz de melhor acomodar instabilidades nas

taxas de degradação que ocorram durante a condução dos ensaios. Dessa forma, todas

as unidades sob teste estão sujeitas a uma mesma estrutura dinâmica e, ao passar para

a segunda etapa da abordagem, essa estrutura é refletida no tempo de falha das obser-

vações, permitindo que o comportamento final dos perfis de degradação seja responsável

por levar a informação para a estimação da confiabilidade do sistema. Este novo modelo

será comparado ao modelo linear de degradação através de estudos de simulação e na

aplicação de três conjuntos de dados reais que serão apresentados na próxima seção.

1.2 Situações Práticas Motivadoras

Os três bancos de dados exibidos nesta seção motivam a construção do modelo in-

troduzido neste trabalho e auxiliam no entendimento de como é conduzido um ensaio
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de degradação. O primeiro deles corresponde aos dados de desgaste em rodas de trem,

inicialmente analisado em Freitas et al. (2009). Este estudo foi dirigido por uma empresa

do setor ferroviário de Belo Horizonte cujo objetivo é avaliar a confiabilidade em rodas

de 14 trens localizadas em diferentes posições. O segundo banco de dados, corrente de

operação em emissores de laser, foi apresentado em Meeker e Escobar (1998) e posteri-

ormente analisado em Hamada (2005). Tal estudo considera 15 emissores de laser e visa

avaliar o impacto da oscilação da corrente de operação dos mesmos de modo a manter a

intensidade da emissão de luz constante. O último banco de dados refere-se à potência

luminosa em diodos emissores de luz infravermelha e foi pela primeira vez discutido em

Yang (2007) e analisado em Wang et al. (2017). Este estudo está no contexto de teste

de vida acelerado e examina o impacto do aumento da corrente de operação na variação

da potência luminosa dos dispositivos.

1.2.1 Desgaste em Rodas de Trem

Este estudo foi conduzido por uma empresa do setor ferroviário em Belo Horizonte

visando avaliar a confiabilidade em rodas de trem. Para tanto, 14 trens foram selecionados

aleatoriamente entre 25 que estavam em operação. Para os trens escolhidos, apenas os

vagões motor foram considerados, uma vez que suas características com respeito ao modo

de operação aceleram o desgaste das rodas. Estas são de aço forjado e laminado e possuem

um diâmetro inicial de 966 mm. Todo vagão possui dois truques, cada truque tem dois

eixos e cada eixo com duas rodas, totalizando oito rodas de diferentes posições por vagão.

A Figura 1.1 (Freitas et al., 2009) apresenta o croqui para o vagão motor em que as oito

rodas estão devidamente identificadas:

Figura 1.1: Croqui do vagão motor (Rodas de Trem)
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Em cada trem, foram coletadas 13 medidas de diâmetro para cada uma das 8 posi-

ções de roda do vagão motor conforme a Figura 1.1. As medições foram realizadas em

tempos de inspeção igualmente espaçados dados em quilômetros (Km): t1 = 0 Km, t2 =

50:000 Km, � � � ; t13 = 600:000 Km.

No artigo de Freitas et al. (2009) são analisados os dados das 14 rodas de posição

MA11 e, para tal, os autores utilizaram como informação a degradação das rodas, dada

por Yij = 966 mm�Dij, em que Yij e Dij representam, respectivamente, a degradação e o

diâmetro em mm aferidos no tempo de inspeção j, com i = 1; 2; � � � ; 14 e j = 1; 2; � � � ; 13.

É importante ressaltar que Yi1 = 0 mm para todo i, uma vez que o diâmetro inicial de

todas as rodas é Di1 = 966 mm. A Figura 1.2 apresenta os perfis de degradação obtidos

para as 14 rodas alocadas à posição MA11.
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Figura 1.2: Perfis de degradação (Rodas de Trem)

Cada perfil de degradação mostra a evolução da degradação de uma roda ao longo

do tempo. A equipe de engenharia determinou que a redução crítica do diâmetro ocorre

quando este atinge 889 mm. Dessa forma, o limiar crítico de degradação Df assume o

valor de 77 mm (996 mm - 889 mm). Essa quantidade tem um papel importante na

modelagem de dados de degradação pois é a partir dela que se define a ocorrência de
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uma falha. Considera-se que uma roda falhou quando seu desgaste ao longo dos tempos

de inspeção ultrapassa esse limiar crítico. Os perfis de degradação exibidos na Figura 1.2

se comportam de maneira aproximadamente linear e foram observadas três falhas.

A Figura 1.2 apresenta a degradação acumulada em cada roda de posição MA11 ao

longo do tempo e fornece uma informação sobre a forma funcional que pode estar agindo

no processo. Uma outra forma de caracterizar os dados de degradação é considerar o

incremento a cada instante de tempo, isto é, o quanto a unidade degradou de um tempo

de inspeção ao próximo. Visando captar as características individuais de cada perfil de

degradação das rodas de posição MA11, a Figura 1.3 apresenta os incrementos em mm

obtidos em cada tempo de mensuração nos trens.
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Figura 1.3: Incrementos em cada perfil de degradação (Rodas de Trem)
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Nota-se que, com exceção do trem de no 7, todos os outros apontaram um alto incre-

mento no começo do estudo que, posteriormente, se manteve aproximadamente estável

com relação a um nível local indicando que a taxa de degradação não é estática ao longo

do tempo. Esse comportamento sugere que modelos para adequadamente tratar estes

dados devem incluir uma componente de evolução do sistema, que é uma das propos-

tas desse trabalho, e espera-se que tal instabilidade na taxa de degradação seja melhor

acomodada.

No trabalho de Freitas et al. (2009), esses dados foram analisados segundo uma pers-

pectiva clássica utilizando o modelo linear de degradação com os enfoques analítico,

numérico e aproximado. Em Freitas et al. (2010) e Oliveira et al. (2011), os dados foram

reanalisados em um aspecto bayesiano visando, entre outros, a obtenção da distribuição

preditiva a posteriori dos tempos de falha das unidades amostrais.

1.2.2 Corrente de Operação em Emissores de Laser

Os dados referentes à corrente de operação em emissores de laser, apresentado em

Meeker e Escobar (1998), compõem outro conjunto de dados recorrente na literatura dos

modelos de degradação. A intensidade da luz dos emissores de laser se degrada durante

o tempo se a corrente padrão de operação é mantida constante. Para que seja gerada

uma mesma intensidade de luz, a corrente precisa ser calibrada ao longo do tempo. Uma

amostra de 15 emissores de laser foi acompanhada por 4000 horas de operação e em

cada um deles foi registrado, em um intervalo de 250 horas, o percentual de aumento na

corrente padrão de operação calculado em relação à corrente nominal do início do ensaio,

sendo este o mecanismo de degradação. Com isso, tem-se um total de 17 mensurações do

percentual de aumento da corrente de operação em cada emissor de laser e estabeleceu-se

que a falha ocorre se este exceder Df = 10%. A Figura 1.4 apresenta o gráfico dos perfis

de degradação para as 15 unidades emissoras de laser consideradas no estudo.
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Figura 1.4: Perfis de degradação (Emissores de Laser)

Como no conjunto de dados anterior, os perfis de degradação são aproximadamente

lineares e 3 entre as 15 unidades observadas ultrapassaram o limiar crítico Df durante

o período do estudo. Nesse banco de dados, diferentemente do exemplo anterior, os

emissores de laser que falharam continuam em operação até o final do estudo (4000

horas).

Na abordagem geral dos perfis de degradação, a segunda etapa da análise visa estimar

a distribuição do tempo até a falha e, a partir dela, as quantidades de interesse em Con-

fiabilidade. Nesse ponto da análise, torna-se necessário ponderar que tipo de informação

do ajuste do modelo está sendo levada para que métodos inferenciais sejam construídos

para estimar essa distribuição.
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Para uma discussão sobre essa temática, a Figura 1.5 apresenta o perfil de degradação

e incrementos em % do emissor de laser no4:

Figura 1.5: Perfil de degradação e incrementos do emissor de laser no4

Este perfil de degradação é um exemplo em que há quebra estrutural na taxa de

degradação ao longo do estudo. Nota-se nesse emissor de laser que, a partir de 1750

horas, o incremento diminui até chegar no seu menor valor no final do ensaio. Neste

trabalho, ao ser considerada a evolução do perfil ao longo do tempo e, sabendo-se que

essa unidade esta próxima de falhar (Df = 10%), isso permite a possibilidade de avaliar

o comportamento final do perfil de degradação dessa unidade e torná-lo responsável por

levar a informação para que a distribuição do seu tempo de falha seja estimada.

No artigo de Hamada (2005), os dados de corrente de operação em emissores de laser

são analisados sob uma perspectiva bayesiana, sendo este um dos primeiros trabalhos

disponíveis na literatura seguindo esta abordagem.

1.2.3 Potência Luminosa em Diodos Emissores de Luz Infraver-

melha

Os diodos emissores de luz infravermelha (IRLEDs) são dispositivos optoeletrônicos

de alta confiabilidade amplamente utilizados em sistemas de comunicação (Yang, 2007).
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Os dispositivos considerados no estudo apresentam, em sua composição, arsenieto de

Galio (GaAs), cujo comprimento de onda é 880 nm. O desempenho dos dispositivos é

medido principalmente pela proporção de variação da potência luminosa. Para estimar

a confiabilidade na corrente de operação de 50 mA, foram amostradas 40 unidades e

divididas em dois grupos. Um grupo de 25 unidades foi testado a 170 mA e um outro

grupo de 15 unidades foi testado a 320 mA.

As inspeções foram realizadas em 0, 24, 48, 96, 155, 368, 768, 1130, 1536, 1905,

2263, e 2550 horas para o grupo cuja corrente de operação é 170 mA e 0, 6, 12, 24, 48,

96, 156, 230, 324, 479 e 635 para o grupo testado a 320 mA. É importante ressaltar

que, neste estudo, os tempos de inspeção não são equidistantes. Em ambos os grupos,

no tempo inicial (0 horas) a degradação é nula em todos os componentes. A Figura

1.6 apresenta os perfis de degradação nos dois grupos com os respectivos limiares de

degradação devidamente identificados:

Figura 1.6: Perfis de degradação dos IRLEDs testados em 170mA (à esquerda) e em 320mA (à direita)
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Nota-se que, os perfis não são mais aproximadamente lineares, como ocorria com

maior frequência nos exemplos anteriores, indicando que o processo apresenta uma maior

instabilidade das taxas de degradação e, dessa forma, o modelo linear de degradação

se torna inadequado para estes dados. No trabalho de Wang et al. (2017), os perfis de

degradação testados a 170mA são analisados considerando um processo de Wiener.

1.3 Organização

Este trabalho está organizado da seguinte maneira. No Capítulo 2, é feita uma revisão

sobre modelos gerais de perfis de degradação com uma ênfase nos métodos inferenciais

para a estimação da distribuição do tempo até a falha do modelo linear de degradação.

Essa revisão é importante pois nos capítulos seguintes esse modelo será comparado com a

metodologia proposta. A principal contribuição deste trabalho é apresentada no Capítulo

3, em que é revisada a teoria dos modelos lineares dinâmicos e é introduzida a abordagem

dinâmica para o modelo linear de degradação sob uma perspectiva bayesiana. Estudos

de simulação são realizados no Capítulo 4 visando comparar o modelo proposto com o

modelo linear de degradação. Para tanto, amostras foram geradas por ambos os modelos

e verificou-se a eficiência na estimação dos tempos de falha das unidades sob teste. No

Capítulo 5, é feita a aplicação nos 3 bancos de dados reais apresentados nesta introdução

com suas respectivas análises e discussões. Finalizando, o Capítulo 6 retrata as principais

conclusões do trabalho bem como sugestões para pesquisas futuras.
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Capítulo 2

Modelos Gerais de Degradação

Neste capítulo, efetua-se uma revisão de literatura sobre os modelos gerais de perfis

de degradação e é dada maior atenção aos métodos inferenciais para a distribuição do

tempo até a falha do modelo linear de degradação. Nesse contexto, a definição geral

desses modelos é descrita na Seção 2.1. Na Seção 2.2, o modelo linear de degradação

com efeitos aleatórios Weibull é introduzido e a sua inferência é conduzida segundo uma

abordagem bayesiana. Nas subseções seguintes, desenvolve-se um algoritmo para um

maior monitoramento no processo de estimação dos parâmetros de interesse do modelo

visando baixa autocorrelação das amostras a posteriori. Ainda nessa seção, é discutido

como é feita a inferência para o tempo até a falha no modelo linear de degradação, além

da condução de um breve estudo de simulação para verificar a eficácia do algoritmo

implementado.

Assim como é feito na análise com os dados de tempo até a falha, nos testes de

degradação também tem-se como objetivo descrever a função de confiabilidade R(t) dos

objetos de interesse, bem como encontrar o tempo médio até a falha MTTF e o p-ésimo

quantil tp da distribuição do tempo até a falha. Nos ensaios de degradação, no entanto,

uma amostra de n unidades é colocada sob prova e, para cada uma delas, é observada

uma característica do mecanismo de degradação atrelado a falha ao longo do tempo.

Dessa forma, cada unidade tem seu perfil de degradação construído.

15
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2.1 Definição

Conforme Oliveira et al. (2011), uma abordagem geral para modelos de degradação

consiste em assumir uma mesma forma funcional para os perfis de degradação e as di-

ferenças entre as unidades amostrais, que eventualmente existem pois cada uma carrega

as suas particularidades, são explicadas pela incorporação de efeitos aleatórios no mo-

delo. Os dados observados nos ensaios de degradação são amostras dos verdadeiros perfis

das unidades obtidas nos tempos pré-especificados. Como estas medidas estão sujeitas a

erros, o modelo geral de degradação é dado por:

Yij = D (tij;�;�i) + �ij; (2.1)

em que Yij é a variável aleatória que representa a j -ésima mensuração do mecanismo de

degradação na i -ésima unidade sob teste, com i = 1; 2; � � � ; n e j = 1; 2; � � � ;mi, sendo mi

o número de medidas na i -ésima unidade; D (tij;�;�i) é o perfil real de degradação da

unidade i no tempo pré-especificado tij; � = (�1; �2; � � � ; �r)t é o vetor de dimensão r que

corresponde aos efeitos fixos que descreve as características da população e se mantém

constante no tempo para todas as unidades; �i = (�i1; �i2; � � � ; �ip)t consiste no vetor de

efeitos aleatórios de dimensão p associado à unidade i que carrega as suas características

individuais como, por exemplo, variações no processo de produção, na matéria prima

utilizada ou dimensionamento de componentes; �ij é o erro aleatório da mensuração j

associado a i -ésima unidade no tempo tij.

Existem diversos modelos gerais de degradação disponíveis na literatura que são mo-

tivados pelas mais distintas representações práticas dos ensaios de degradação. A princi-

pal diferença entre eles está na forma funcional utilizada para o perfil real de degradação

D (tij;�;�i). Tal forma funcional pode ser baseada em uma análise empírica dos per-

fis de degradação em estudo e, sempre que possível, deve ser fundamentada em algum

fenômeno físico-químico a eles associado.

Assim como em outros modelos de regressão, nos modelos de degradação, algumas

suposições sobre os erros e os efeitos aleatórios devem ser feitas. Geralmente, assume-se

que:
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(i) os erros �ij são independentes e identicamente distribuídos (iid) seguindo uma dis-

tribuição Normal com média 0 e variância desconhecida �2
� , isto é, �ijj�2

�
iid� N(0; �2

� );

(ii) O vetor de efeitos aleatórios �i associados as unidades são independentes e possuem

distribuição ��j�(�j�) que depende de um vetor s-dimensional � de parâmetros

fixos com � = (�1; �2; � � � ; �s)t;

(iii) �i e �ij são independentes, isto é, �i ?? �ij, para todo i e j.

Para a obtenção das quantidades de interesse, é necessário encontrar a distribuição

do tempo T até a falha. Como dito anteriormente, uma unidade falha se seu perfil de

degradação ultrapassa um limiar crítico Df pré estabelecido. Para o modelo dado na

expressão 2.1, a distribuição de T é obtida da seguinte forma:

FT j�;�;�(t) = P (T � tj�;�;�)

= P (D(t;�;�;�) � Df j�;�;�) ;

para o caso em que as medidas associadas ao mecanismo de degradação crescem com o

tempo. No caso em que as medidas são decrescentes,

FT j�;�;�(t) = P (D(t;�;�;�) � Df j�;�;�) :

2.2 Modelo Linear de Degradação: Aspecto Bayesiano

Empiricamente, os dois primeiros conjuntos de dados descritos no Capítulo 1 apre-

sentam em seus respectivos perfis de degradação um comportamento aproximadamente

linear e tal fato pode ser comprovado ao serem verificadas as Figuras 1.2 e 1.4. Ao consi-

derar que a forma funcional a qual está agindo nos perfis de degradação pode ser descrita

linearmente, tem-se o modelo linear de degradação que será definido nas próximas linhas.

Seja Y = (Y1;Y2; � � � ;Yn)t, em que Yi = (Yi1; Yi2; � � � ; Yimi)t é o vetor com as men-

surações de degradação associadas a i -ésima unidade, i = 1; 2; � � � ; n, e representa o seu

perfil de degradação. Na literatura, o modelo linear de degradação é comumente definido

da seguinte forma:

Yij = D(tij; �i) + �ij =
1

�i
tij + �ij; i = 1; 2; � � � ; n e j = 1; 2; � � � ;mi; (2.2)
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em que tij e �ij são como definidos no modelo 2.1. Hamada (2005) utilizou o modelo

linear de degradação (2.2) para a análise dos dados de corrente de operação em emissores

de laser (Figura 1.4).

Neste modelo, em particular, não se fará uso de efeitos fixos � = (�1; �2; � � � ; �r)t

e, para cada unidade i, inicialmente, não será associado um vetor de efeitos aleatórios

�i = (�i1; �i2; � � � ; �ip)t mas apenas um escalar �i e considere � = (�1; �2; � � � ; �n)t. Tal

escalar será responsável por incluir as particularidades da unidade i no modelo e indicar

a inclinação da reta associada ao seu perfil de degradação sendo interpretado como a

taxa de degradação da unidade. É importante ressaltar que, no modelo dado em (2.2), a

degradação inicial para todas unidades é Yi1 = 0.

Considerando a suposição de que �ijj�2
�
iid� N(0; �2

� ), para construir a função de veros-

similhança tem-se que:

Yijj�i; �2
�
ind� N

�
1

�i
tij; �

2
�

�
:

Com isso, a distribuição conjunta de Y ;�j�; �2
� é obtida da seguinte maneira:

fY ;�j�;�2
�

�
y;�j�; �2

�

�
= fY j�;�2

�

�
yj�; �2

�

�
f�j� (�j�)

=

nY
i=1

8<:
24miY
j=1

1p
2���

exp

(
� 1

2�2
�

�
yij �

tij
�i

�2
)35 f�ij� (�ij�)

9=; :(2.3)

Em um contexto de inferência clássica, seria necessário efetuar integrações no espaço

dos efeitos aleatórios. Como este trabalho utiliza uma perspectiva bayesiana, o processo

de estimação será descrito nas próximas subseções.

2.2.1 Distribuições a priori

Para completar a especificação do modelo dado na expressão (2.2), é necessário especi-

ficar as distribuições a priori para os efeitos aleatórios � 0si e para a variância associada ao

erro de mensuração �2
� , as quais são respectivamente denotadas por f�ij�(�ij�) e f�2

�
(�2

� ).

Neste capítulo, ao revisar o modelo linear de degradação, optou-se por considerar o

modelo com efeito aleatório Weibull. Dessa forma, assume-se que os efeitos aleatórios

para os diferentes perfis de degradação são iid e têm a distribuição a priori Weibull
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com parâmetros � e � denotada por �ij�; � iid� Weibull(�; �), cuja função de densidade é

expressa por:

f�ij�;�(�ij�; �) =
�

�

�
�i
�

���1

exp

�
�
�
�i
�

���
; �i > 0; � > 0 e � > 0: (2.4)

A distribuição Weibull é usualmente considerada para modelar o tempo até a falha por

causa da sua riqueza de formas. Outra característica interessante desta distribuição em

modelos de degradação é que assumindo-se que os efeitos aleatórios têm distribuição

Weibull, é possível provar que a distribuição do tempo até a falha também tem a mesma

distribuição (Hamada, 2005).

Para descrever a incerteza a priori sobre a variância associada ao erro de mensuração,

assume-se que �2
� ja1; b1 � Gama Invertida (a1; b1), cuja função de densidade é dada por:

f�2
� ja1;b1

(�2
� ja1; b1) =

ba1
1

� (a1)

�
�2
"

��a1�1
exp

��
� b1

�2
"

��
;�2

� > 0; a1 > 0 e b1 > 0: (2.5)

A distribuição Gama Invertida é comumente utilizada para modelar o comportamento da

variância e é também usada por Hamada (2005) no contexto de modelos de degradação.

Conforme a teoria dos modelos hierárquicos, também será especificada a distribuição

a priori para o vetor de hiperparâmetros � = (�; �)t associados à distribuição dos efeitos

aleatórios. Aqui, assume-se que � e � são independentes e tais que as distribuições asso-

ciadas são �ja2; b2 � Gama(a2; b2) e �ja3; b3 � Gama(a3; b3) em que X � Gamma(�; �)

denota a distribuição Gama com a seguinte função de densidade:

fXj�;�(xj�; �) =
��

� (�)
x��1 exp f��xg ;x > 0; � > 0 e � > 0: (2.6)

As distribuições Gama e Gama Invertida são utilizadas na literatura para definir distri-

buições a priori pouco informativas a partir de valores pequenos dos seus parâmetros.

2.2.2 Inferência a posteriori

Considerando as distribuições a priori para os parâmetros de interesse dadas nas

expressões (2.4) a (2.6) e a função de verossimilhança dada por:
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fY j�;�2
�

�
yj�; �2

�

�
=

nY
i=1

"
miY
j=1

1

2��2
�

exp

(
� 1

2�2
�

�
yij �

tij
�i

�2
)#

; (2.7)

a distribuição a posteriori é obtida da seguinte maneira:

f�;�2
� ;�;�jY

�
�; �2

� ; �; �jy
�
/ fY j�;�2

�

�
yj�; �2

�

�
f�j�;� (�j�; �) f�2

�

�
�2
�

�
f�(�)f�(�)

/
nY
i=1

"
miY
j=1

1

2��2
�

exp

(
� 1

2�2
�

�
yij �

tij
�i

�2
)#

x

nY
i=1

�

�

�
�i
�

���1

exp

�
�
�
�i
�

���
x

ba1
1

� (a1)

�
�2
"

��a1�1
exp

��
� b1

�2
"

��
x

ba2
2

� (a2)
�a2�1 exp f�b2�g x

ba3
3

� (a3)
�a3�1 exp f�b3�g : (2.8)

Percebe-se da expressão (2.8) que a distribuição a posteriori conjunta para (�; �2
� ; �; �)

não é uma distribuição de probabilidade conhecida. Assim, faz-se necessário recorrer a

métodos computacionais para obter uma aproximação da distribuição a posteriori e seguir

com o processo de inferência.

Nesse contexto, métodos MCMC ("Markov Chain Monte Carlo") (Lee, 2012) serão

utilizados e, para a implementação do amostrador de Gibbs, é preciso encontrar as distri-

buições condicionais completas a posteriori de todos os parâmetros. Estas distribuições

são obtidas a partir da distribuição dada na representação (2.8) e são dadas por:

(i) Efeito aleatório �i, com i = 1; 2; : : : ; n:

f�ij�(�i);�2
� ;�;�;Y

�
�ij�(�i); �2

� ; �; �;y
�
/ fY j�i;�2

�

�
yj�i; �2

�

�
f�ij�;� (�ij�; �)

/ ���1
i exp

8<:�
24 1

2�2
�

miX
j=1

�
yij �

tij
�i

�2

+

�
�i
�

��359=; ;

(2.9)
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em que �(�i) é o vetor dos efeitos aleatórios de dimensão (n-1 ), não contendo o

parâmetro �i, relacionado à unidade i ;

(ii) Variância �2
� associada ao erro de mensuração:

f�2
� j�;�;�;Y

�
�2
� j�; �; �;y

�
/ fY j�;�2

�

�
yj�; �2

�

�
f�2

�

�
�2
�

�
/

�
1

�2
�

�∑n
i=1

mi
2

+a1+1

exp

8<:�
24 1

2�2
�

nX
i=1

miX
j=1

�
yij �

tij
�i

�2

+
b1

�2
�

359=; ;

(2.10)

implicando que �2
� j�; �; �;Y � Gama Invertida

 Pn
i=1

mi
2

+ a1;
∑n
i=1

∑mi
j=1

(
yij�

tij
�i

)2
+2b1

2

!
;

(iii) Hiperparâmetros � e �:

f�j�;�2
� ;�;Y

�
�j�; �2

� ; �;y
�
/ f�j�;� (�j�; �) f�(�)

/ �n+a2�1

nY
i=1

�
�i
�

��
exp

(
�

"
nX
i=1

�
�i
�

��
+ b2�

#)
;

(2.11)

f�j�;�2
� ;�;Y

�
�j�; �2

� ; �;y
�
/ f�j�;� (�j�; �) f�(�)

/
�

1

�

�n��a3+1

exp

(
�

"
nX
i=1

�
�i
�

��
+ b3�

#)
:

(2.12)

Com as distribuições condicionais completas determinadas, é possível obter amostras

da distribuição f�;�2
� ;�;�jY (�; �2

� ; �; �jy) utilizando técnicas de simulação MCMC, breve-

mente apresentadas na próxima subseção.

2.2.3 Aproximando a Distribuição a posteriori : AlgoritmoMCMC

Os algoritmos MCMC são muito utilizados atualmente devido à sua flexibilidade e

aplicabilidade em diversas áreas como física, engenharia, ciência da computação, mate-

mática e estatística (Jing, 2010). Para descrever genericamente os algoritmos a serem
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utilizados para este fim, o autor aponta que dentre os algoritmos MCMC existem dois

princípios básicos: um que visa a simplificação dos problemas de alta dimensão por suces-

sivamente gerar de diferentes subconjuntos do vetor de parâmetros de interesse e o outro

que envolve uma regra de aceitação/rejeição para “corrigir” uma cadeia de Markov arbi-

trária de tal forma que a distribuição invariante seja garantida. O primeiro é basicamente

o amostrador de Gibbs (Gibbs Sampler) e o segundo é a essência do algoritmo Metropolis

Hastings. Existem diversas formas de utilizar estes dois métodos e eles também podem

ser combinados para aplicação em diferentes maneiras, dependendo do problema.

Aqui, o foco é gerar amostras da distribuição a posteriori dada em (2.8). Para tanto,

será utilizado um amostrador de Gibbs com passos de Metropolis Hastings, já que algumas

distribuições condicionais completas a posteriori não apresentam forma fechada. Dessa

forma, foram utilizadas as seguintes distribuições geradoras de candidatos:

� q(��i j�
(k)
i ) � Normal (�

(k)
i ; �); para i = 1; 2; : : : ; n;

� q(��j�(k)) � Uniforme (�(k) � �;�(k) + �);

� q(��j�(k)) � Uniforme (�(k) � �;�(k) + �),

em que os valores de �; � e � são especificados de forma a garantir uma taxa de aceitação

do algoritmo em torno de 40% a 60%.

O algoritmo MCMC foi implementado nesta seção pois, na literatura, segundo Oli-

veira et al. (2011), existe uma alta autocorrelação na amostra da distribuição a posteriori

do hiperparâmetro � o que gera um maior gasto computacional. Dessa forma, ao im-

plementar o algoritmo, objetiva-se um maior monitoramento no processo de estimação

dos parâmetros de interesse, sendo possível controlar a convergência das cadeias bem

como os índices de autocorrelação das amostras da distribuição a posteriori obtendo re-

presentatividade e a parcimônia do modelo, algo que pode ser difícil em uma análise

automatizada.

2.2.4 Inferência para o Tempo até a Falha

Nos ensaios de degradação, a exclusiva estimação da distribuição dos parâmetros do

modelo é insuficiente para a obtenção da distribuição dos tempos de falha das unidades
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sob teste e das unidades futuras (que não se encontram no escopo da amostra, ou seja,

alguma unidade qualquer da população). É necessária a exploração da relação entre os

parâmetros e tempos de medição, estabelecida pelo modelo (2.1) que configura a segunda

etapa dos modelos gerais de degradação.

No modelo linear de degradação dado na expressão (2.2), o perfil de degradação real

para a i-ésima unidade é Di(t; �i) = 1
�i
t e como a falha ocorre quando a degradação

atinge o limiar crítico Df , obtém-se que Df = 1
�i
Ti ) Ti = �iDf . Dessa forma, para o

caso em que �ij�; � iid� Weibull(�; �), tem-se que Tij�; � iid� Weibull(�; � �Df ).

A função distribuição de probabilidade preditiva a posteriori do tempo de falha

FTijY (tjy) é obtida como se segue:

FTijY (tjy) = P (Ti � tjy)

= P (�iDf � tjy)

= P

�
�i �

t

Df

jy
�

= F�ijY

�
t

Df

�
(2.13)

Para a inferência sobre o tempo de falha de uma unidade sob teste, a estimativa de

FTijY (tjy) é obtida considerando a amostra da distribuição marginal a posteriori de �i,

associado a i -ésima unidade, de acordo com o seguinte esquema:

�
�

(1)
i ; �

(2)
i ; : : : ; �

(u)
i

�
) avalie �ijy em Ti = Df�i )

�
[Tij�i](1) ; [Tij�i](2) ; : : : ; [Tij�i](u)

�
;

em que u é o tamanho da amostra a posteriori. Assim, tem-se que:

F̂TijY (tjy) =

Pu
j=1 1

n
[Tij�i](j) � t

o
u

: (2.14)

Para inferir sobre o tempo de falha de uma unidade futura, assume-se a amostra da

distribuição a posteriori de �jy como a amostra da distribuição a posteriori de �n+1jy,

conforme descrito em Robinson e Crowder (2000). Assim, a estimativa de FTn+1jY (tjy) é

obtida de acordo com o esquema a seguir:
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0BBBBBB@
�

(1)
1 ; �

(2)
1 ; : : : ; �

(u)
1

�
(1)
2 ; �

(2)
2 ; : : : ; �

(u)
2

...
... . . . ...

�
(1)
n ; �

(2)
n ; : : : ; �

(u)
n

1CCCCCCA ) avalie �ijy em Ti = Df�i

)

0BBBBBB@
[T1j�1](1) ; [T1j�1](2) ; : : : ; [T1j�1](u)

[T2j�2](1) ; [T2j�2](2) ; : : : ; [T2j�2](u)

...
... . . . ...

[Tnj�n](1) ; [Tnj�n](2) ; : : : ; [Tnj�n](u)

1CCCCCCA :

De modo que:

F̂Tn+1jY (tjy) =

Pu
j=1

Pn
i=1 1

n
[Tij�i](j) � t

o
nu

: (2.15)

Essa forma de encontrar a distribuição de probabilidade preditiva a posteriori dos

tempos de falha de unidades sob teste e de uma unidade futura está discutida em (Oliveira

et al., 2011). Outras maneiras de estabelecer a relação entre o tempo de falha e os

parâmetros do modelo estão disponíveis em (Hamada, 2005) e (Robinson e Crowder,

2000).

2.2.5 Simulação: Dados de Degradação Linear Weibull

Nesta subseção, será brevemente conduzido um estudo de simulação para verificar

a eficácia do algoritmo proposto na Subseção 2.2.3. Nesse contexto, para gerar dados

do modelo de degradação apresentado em (2.2), considera-se o seguinte procedimento

descrito em Oliveira et al. (2011):

1. Gere uma amostra de tantos tempos de falha quanto desejado a partir de uma

distribuição de probabilidade conhecida. Denote por ti os tempos de falha gerados

de modo que i = 1; 2; : : : ; n, em que n é o número de tempos de falha gerados;
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2. Defina um limiar de degradação Df ;

3. Utilize a equação �i = Ti
Df

para encontrar a amostra de efeitos aleatórios �i que

gerarão cada perfil;

4. Defina os tempos tj nos quais serão simuladas as medidas de degradação yij, sendo

que j = 1; 2; : : : ;mi, em que mi denota o número de mensurações para o i-ésimo

perfil.

5. Defina o desvio padrão �� do erro de mensuração �ij associado ao modelo de degra-

dação na equação (2.2);

6. Gere as medidas de degradação yij utilizando a equação (2.2) do modelo de degra-

dação. Os erros associados a cada yij são obtidos da distribuição �ijj�2
�
iid� N(0; �2

� ).

No contexto do modelo linear de degradação com a distribuição Weibull para os efeitos

aleatórios, foram consideradas as seguintes distribuições a priori não informativas para

os parâmetros de interesse:

8>>>>>><>>>>>>:

�ij(�; �) �Weibull(�;�);

�2
� � Gama Invertida(a1 = 0; 01; b1 = 0; 01);

�ja2; b2 � Gama(a2 = 0; 01; b2 = 0; 01);

�ja3; b3 � Gama(a3 = 0; 01; b3 = 0; 01):

(2.16)

Gerou-se n = 15 perfis de degradação, com mi = 17 medidas de degradação em cada

perfil, sendo yi1 = 0 para todos os perfis. Assumiu-se que o limiar crítico é Df = 10, o

desvio padrão associado ao erro de mensuração é �� = 0; 2063 e que Ti iid� Weibull(� =

6;� �Df = 550 � 10). Os perfis de degradação gerados estão apresentados na Figura 2.1.
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Figura 2.1: Perfis de Degradação (Dados Simulados)

Conforme citado anteriormente, existe uma alta autocorrelação na amostra a pos-

teriori do hiperparâmetro � quando se faz uso de uma análise automatizada (Oliveira

et al., 2011). A Figura 2.2 retrata tal fato como pode ser observado nos dois gráficos à

esquerda. O algoritmo implementado nessa seção foi eficiente ao reduzir a autocorrelação

da amostra a posteriori do hiperparâmetro e o valor real (� = 6) foi recuperado.

Figura 2.2: Gráficos de convergência e autocorrelação da amostra da distribuição a posteriori para �

com a análise automatizada (à esquerda) e algoritmo implementado (à direita)

Dessa forma, visando obter a convergência e baixa autorrelação das amostras a pos-

teriori, realizou-se 101000 iterações, considerando-se um período de aquecimento (burn

in) da cadeia de 1000 e saltos (lag) de tamanho 10. Como resultado, foi obtida uma

amostra da distribuição a posteriori dos parâmetros de interesse de tamanho u = 10000.



CAPÍTULO 2. MODELOS GERAIS DE DEGRADAÇÃO 27

Os valores reais dos parâmetros foram recuperados e as cadeias apresentaram rápida

convergência e baixa autocorrelação, como pode ser visto na Figura A.1 do Apêndice A.

A Tabela 2.1 apresenta resumos das distribuições a posteriori para alguns parâmetros

do modelo e nota-se que as estimativas das médias e medianas a posteriori estão bem

próximas do valor real considerado no estudo de simulação e o intervalo HPD de 95% de

credibilidade cobre esses valores.

Tabela 2.1: Resumos das distribuições a posteriori de alguns parâmetros do modelo (Dados Simulados)

Parâmetro Valor Real Média Mediana Desvio Padrao HPD LI HPD LS

� 550 544,309 544,507 27,269 491,719 599,032

� 6 5,81 5,722 1,232 3,533 8,294

�� 0,206 0,203 0,202 0,0094 0,184 0,221

As funções de distribuição preditiva a posteriori do tempo de falha para as unidades

sob teste e futura estão representadas na Figura 2.3 considerando o método de estimação

discutido na Subseção 2.2.4 . Nota-se que apesar da amostra gerada de tempos de falha

estar sujeita ao erro Monte Carlo, a distribuição preditiva a posteriori do tempo de falha

de uma nova unidade é proxima da distribuição real.

Figura 2.3: Função de distribuição preditiva a posteriori dos tempos de falha para unidades sob teste e

futura (Dados Simulados)
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No próximo capítulo, será feita uma extensão do modelo linear de degradação in-

corporando uma estrutura dinâmica na forma funcional que está agindo sobre os per�s.

Para motivar a inserção dessa estrutura no modelo linear de degradação, a Figura 2.4

apresenta o ajuste do modelo (2.2) no emissor de laser no 4 (Figura 1.5).

Figura 2.4: Ajuste do modelo linear de degradação no emissor de laser no 4

Conforme mencionado na introdução deste trabalho, este per�l de degradação apre-

senta um comportamento de quebra estrutural ao longo do estudo, no que se refere à sua

taxa de degradação. Isso é facilmente visto no grá�co à direita, em que os incrementos a

partir de 1750 horas diminuem até atingir o menor valor no �nal do estudo. Ao ajustar

o modelo (2.2), a maior parte das degradações acumuladas do per�l se encontram acima

da reta ajustada indicando que o mesmo não apresenta um comportamento aleatório ao

longo de uma inclinação, o que pode sugerir que outras fontes de variação podem estar

agindo neste per�l.

O grande objetivo dos testes de degradação é fazer inferência sobre a distribuição do

tempo até a falha das unidades sob teste e futura e avaliar a con�abilidade do sistema.

Nesse ponto da análise, é importante atentar para que tipo de informação do ajuste
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está sendo transferida para que essa distribuição seja estimada. No modelo linear de

degradação, para essa unidade, a informação levada para inferir sobre a distribuição

do seu tempo até a falha depende do efeito aleatório� 4 ajustado na primeira etapa

da análise. Neste contexto, o efeito aleatório é estimado considerando todo o trajeto

do per�l de degradação do emissor de laser no 4. Entretanto, fontes de variação não

observáveis podem afetar as medidas de degradação e consequentemente a trajetória

dos per�s. No próximo capítulo, é detalhada a construção do modelo linear dinâmico

de degradação que incorpora uma componente de evolução do sistema capaz de melhor

acomodar instabilidades nas taxas de degradação que ocorram durante a condução dos

ensaios. Isso permite que o comportamento �nal dos per�s de degradação seja responsável

por levar a informação para a estimação da con�abilidade do sistema.
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Capítulo 3

Uma Abordagem Dinâmica para o

Modelo Linear de Degradação

Neste capítulo, propõe-se uma extensão do modelo linear de degradação no que se

refere à sua forma funcional. Na primeira etapa da análise, incorpora-se uma componente

de evolução capaz de melhor acomodar possíveis instabilidades nas taxas de degradação

que ocorram durante os ensaios, de modo que a informação transferida para estimar o

tempo de falha das unidades na segunda etapa não mais dependa de toda a trajetória

dos per�s de degradação. Nesse contexto, a Seção 3.1 traz uma breve revisão de li-

teratura sobre conceitos da teoria dos modelos lineares dinâmicos que são importantes

para a condução deste trabalho. A Seção 3.2 de�ne o modelo proposto que assume uma

abordagem dinâmica para o modelo linear de degradação sob uma perspectiva bayesiana.

Nesta seção, é derivado o método inferencial para encontrar a distribuição do tempo até

a falha para unidades sob teste e futura, além da discussão de tópicos importantes como

a análise de dados faltantes nos ensaios de degradação e adequação do modelo.

3.1 Modelos Lineares Dinâmicos

Os modelos lineares dinâmicos (MLD) foram desenvolvidos na engenharia no começo

da década de 1960 para monitorar e controlar sistemas dinâmicos que incluem desde a

descrição do balanço do pêndulo de um relógio até a análise do �uxo de água em dutos.

31
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Nos últimos anos, os MLD, ou modelos de espaço de estados, têm recebido uma atenção

considerável, com aplicações em diversas áreas como biologia, economia, engenharia e

genética. Este crescimento se deve ao desenvolvimento de ferramentas computacionais

como técnicas modernas de Monte Carlo, que facilitam a inferência nesses modelos (Petris

et al., 2009).

Os MLD podem ser analisados por ambas as perspectivas frequentista e Bayesiana

(Migon et al., 2014). Na abordagem clássica, os parâmetros de estado são vistos como

componentes aleatórios do modelo que fornecem uma ligação através do tempo. Na

abordagem Bayesiana, os estados são parâmetros cujo comportamento é descrito por

uma distribuição a priori que os relaciona no tempo. Kalman (1960) já salientava que

a estrutura dos MLD favorece a abordagem Bayesiana. Inicialmente, ocorre a transi-

ção de um sistema determinístico para um sistema estocástico em que a incerteza, que

sempre está presente, é descrita através de uma medida de probabilidade. A estima-

ção das quantidades de interesse, em particular, o estado de um sistema no tempot,

é feita computando-se sua distribuição condicional dada a informação disponível que,

basicamente, é um dos pilares da inferência Bayesiana. Uma das vantagens dos MLD

é a possibilidade da análise computacional ser feita recursivamente em que as distribui-

ções condicionais de interesse podem ser atualizadas sequencialmente, incorporando-se

as novas observações, sem requerer o armazenamento de todo o passado. Isso é vanta-

joso quando os dados são obtidos sequencialmente no tempo e uma inferência imediata

é requerida, como no contexto dos ensaios de degradação.

Nesta seção, será apresentada brevemente a teoria de modelos lineares dinâmicos que

serve de base para o restante do trabalho. As demonstrações dos resultados bem como

outras importantes discussões podem ser encontradas em Petriset al. (2009) e West e

Harrison (1997).

3.1.1 Modelos de Espaços de Estados

Denote por Yt = ( Y1t ; : : : ; Ynt )
t , Yt 2 Rn e sejaY1; : : : ;YT uma sequência den

observações efetuadas ao longo do tempot, t = 1; 2; : : : ; T. Os modelos de espaço de

estados são baseados na estrutura relativamente simples de dependência de uma cadeia de
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Markov para de�nir modelos mais complexos para as observações. Assume-se que existe

uma cadeia de Markov� t , com � t 2 Rp, não observável, chamada de processo de estado,

e queYt é uma medida imprecisa de� t . Em aplicações de engenharia, por exemplo,

� t usualmente descreve o estado de um sistema �sicamente observável que produziuYt .

De qualquer modo, pode-se pensar em� t como sendo uma série temporal que facilita a

tarefa de especi�car a distribuição de probabilidade para a série temporal observadaYt

(Petris et al., 2009).

Formalmente, um modelo de espaço de estados satisfaz as seguintes hipóteses:

(H1) � t , t = 1; 2; : : : ; T, é uma cadeia de Markov;

(H2) Condicional em� 1; : : : ; � T , Y1; : : : ;YT são independentes eYt depende apenas de

� t .

Assim, o modelo é completamente determinado ao atribuir-se uma distribuição inicial

� (� 0) para o estado inicial� 0 e as densidades condicionais� (� t j� t � 1) e � (y t j� t ), t � 1,

de modo que:

� (� 0:T ; y1:T ) = � (� 0) �
TY

j =1

� (� j j� j � 1)� (y j j� j ); (3.1)

em que� 0:T = ( � 0; � 1; : : : ; � T ) e y1:T = ( y1; y1; : : : ; yT ).

Uma classe particular dos modelos de espaço de estados de�nidos em (3.1) é o mo-

delo linear de espaço de estados Gaussiano (West e Harrison, 1997). Nesse contexto, a

construção dos MLD é feita assumindo-se que, para todot � 1,

Yt = F t � t + v t v t � Nn (0; Vt ); (3.2a)

� t = G t � t � 1 + w t w t � Np(0; W t ); (3.2b)

em queYt 2 Rn é um vetor colunan dimensional,� t é um vetor de parâmetrosp� 1, F t

é a matriz de regressão(n � p) com valores conhecidos de variáveis independentes,v t é o

vetor de erros observacionais(n � 1) com matriz de covariânciaVt , G t é a matriz (p� p)

de evolução ou de transferência ew t é vetor de erros de evolução(p � 1) com matriz de

covariância de evoluçãoW t .
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Adicionalmente, assume-se que o estado inicial do sistema� 0 é tal que:

� 0 � Np(m 0; C0); (3.2c)

em quem 0 é um vetor de constantes conhecidasp � 1, C0 é uma matriz de covariâncias

p � p conhecida e, por hipótese,� 0 é independente dev t e w t .

A equação em (3.2a), nomeada deequação observacional , e a hipóteseH2 de�nem

a distribuição amostral deYt condicional em� t , a qual é dada por:

Yt j� t � Nn (� t ; Vt );

em que� t = F t � t é a resposta média ou nível.

A equação (3.2b), denominada deequação do sistema , estabelece a evolução ao

longo do tempo do vetor de estados. Dado� t � 1 a distribuição de � t é completamente

determinada independentemente dos valores deYt � 1 e todos os vetores de estados e

observações anteriores ao tempot � 1. Sendo assim, segue dessa equação que� t j� t � 1 �

Np(G t � t � 1; W t ).

De�nido o MLD, uma das principais tarefas é fazer inferência sobre os estados não

observados. Para estimar o vetor de estados, são calculadas as densidades condicionais

� (� s jy1: t ). Para tanto, segundo Petriset al. (2009), é importante ter em mente a diferença

entre três conceitos importantes:�ltragem (s = t), suavização(s < t ) e previsão(s > t ).

Na �ltragem, propõe-se que os dados são observados sequencialmente no tempo e faz-se

necessária uma estimativa do atual valor do espaço de estados baseado nas observações

até o tempo t. Na suavização, ou análise retrospectiva, após a coleta de observações

no tempo t é desejado estudar retrospectivamente o comportamento do sistema. Na

previsão, o interesse é voltado para a estimação da evolução do sistema nos próximos

passos. Como estes processos são importantes para se fazer a inferência em modelos

dinâmicos, maior detalhamento sobre eles é fornecido nas próximas subseções.

3.1.2 Filtro de Kalman

O �ltro de Kalman é um algoritmo que fornece a distribuiçãoa posteriori do estado

� t avaliada emt � 1, a distribuição a priori do estado emt, a distribuição preditiva
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a um passo e a distribuiçãoa posteriori do estado emt; respectivamente dadas nas

expressões (3.3a-d). Assim, o �ltro de Kalman permite, a partir da distribuição (3.2a),

calcular recursivamente as distribuições preditivas e de �ltragem. Inicia-se por� (� 1 jy1) e

prossegue-se analogamente à medida que novas observações se tornam disponíveis, como

é descrito nas próximas linhas.

Seja o MLD de�nido em (3.2a-c). Sob tal modelo, assume-se que, para todot � 1:

� t � 1 jy1: t � 1 � N (m t � 1; C t � 1); (3.3a)

de modo que parat = 1, m t � 1 = m 0 e C t � 1 = C0 são o vetor de médias e a matriz de

covariâncias da distribuiçãoa priori de � 0 e parat � 2, m t e C t são obtidos da seguinte

maneira:

(i) A distribuição preditiva a um passo de� t dado y1: t � 1 é Normal (a t ; R t ) com:

a t = E(� t jy1: t � 1) = G t m t � 1;

R t = V ar(� t jy1: t � 1) = G t C t � 1G0
t + W t : (3.3b)

(ii) A distribuição preditiva a um passo a frente deYt dado y1: t � 1 é Normal (f t ; Q t )

sendo:

f t = E(Yt jy1: t � 1) = F t a t ;

Q t = V ar(Yt jy1: t � 1) = F t R t F 0
t + Vt : (3.3c)

(iii) A distribuição de �ltragem de � t dado y1: t é Normal (m t ; C t ) com:

m t = E(� t jy1: t ) = a t + R t F 0
t Q � 1

t et ;

C t = V ar(� t jy1: t ) = R t � R t F 0
T Q � 1

t F t R t ; (3.3d)

em queet = Yt � f t é o erro de previsão.

3.1.3 Suavizador de Kalman

Na �ltragem, as distribuições a posteriori no tempo t são obtidas condicionais em

informações parciaisy1: t e não na informação completaY1:T . Assim, a inferência para
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os �
0s
t iniciais pode ser precária por causa da pouca informação. A suavização é feita

visando melhorar as estimativas.

Considera-se novamente o DLM de�nido em (3.2a-c) e que as observações emYt

foram obtidas por um períodot = 1; 2; : : : ; T. Se � t +1 jy1:T � N (st +1 ; St +1 ), então

� t jy1:T � N (st ; St ), em que:

st = m t + C t G0
t +1 R � 1

t +1 (st +1 � a t +1 );

St = C t � C t G0
t +1 R � 1

t +1 (R t +1 � St +1 )R � 1
t +1 G t +1 C t : (3.4)

O suavizador de Kalman permite que sejam calculadas as distribuições de� t jy1:T ,

começando port = T � 1, que no caso é a distribuição de �ltragem emT, � T jy1:T �

N (sT = m T ; ST = CT ), e então prosseguindo em sentido contrário computando as

distribuições de� t jy1:T para t = T � 2; t = T � 3; : : :.

3.1.4 Previsão

Possuindo as observaçõesy1: t , pode ser de interesse prever novos valores de obser-

vações,Yt + k , ou fazer inferência sobre os vetores de estados,� t + k . Supondo o DLM

de�nido em (3.2a-c) e fazendoa t (0) = m t e R t (0) = C t , para k � 1, tais inferências

podem ser obtidas conforme os seguintes passos:

(i) A distribuição de � t + k dado y1: t é Normal(a t (k ) ; R t (k )), com:

a t (k ) = G t + k a t (k � 1) ;

R t (k ) = G t + k R t (k � 1)G0
t + k + W t + k : (3.5a)

(ii) A distribuição de Yt + k dado y1: t é Normal(f t (k ) ; Q t (k )), com :

f t (k ) = F t + k a t (k ) ;

Q t (k ) = F t + k R t (k )F 0
t + k + Vt : (3.5b)

3.1.5 Medidas de Acurácia

As medições de erros estatísticos desempenham um papel crítico na precisão das

previsões obtidas conforme a subseção anterior. As estatísticas MAPE, MAD e MSE
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são informações importantes para fazer comparação dos modelos de suavização e decidir

se estes representam um bom ajuste aos dados. Nas aplicações dos bancos de dados

reais efetuadas no capítulo 5, tais medidas serão utilizadas para comparar a qualidade do

ajuste dos modelos lineares de degradação Weibull e dinâmico e, por isso, são descritas

com mais detalhes nas próximas linhas.

Média Percentual Absoluta do Erro (MAPE)

Expressa o erro em porcentagem. Isto é, se seu valor é 7% indica que o ajuste está

errado em 7% dos dados. Para obter a MAPE, utiliza-se a expressão:

P n
t=1 j(yt � ŷt )=yt j

n
� 100; seyt 6= 0: (3.5)

Desvio Padrão Absoluto da Média (MAD)

Representa o desvio padrão do ajuste em relação à média nas mesmas unidades dos

dados. A seguinte fórmula é utilizada para o seu cálculo:

P n
t=1 j(yt � ŷt )j

n
: (3.6)

Erro Quadrático Médio (MSE)

Esta medida de acurácia é bastante comum em ajustes dos modelos dinâmicos. Quando

há outliers no conjunto de dados, essa medida é mais afetada do que o MAD. Para calcular

o (MSE) é utilizado a seguinte expressão:

P n
t=1 (yt � ŷt )2

n
: (3.7)

Em todos os casos,yt e ŷt representam os valores observados e ajustados, respectiva-

mente. Além disso, quanto menor os valores das medidas de acurácia de previsão, melhor

a qualidade do ajuste do modelo.
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3.1.6 Foward Filtering Backward Sampling

Se além dos estados� t , com t = 1; 2; : : : ; T, o MLD incluir um outro parâmetro mul-

tidimensional desconhecido na sua especi�cação e as observaçõesy1:T , a distribuição

a posteriori conjunta do parâmetro e dos estados não observados é:

� ( ; � 0:T jy1:T ): (3.6)

Em geral, é impossível obter a forma fechada da distribuição dada em (3.6). Para

gerar amostras dessa distribuição, é necessário recorrer a métodos computacionais tais

como os métodos MCMC através de um amostrador de Gibbs, alternando extrações das

distribuições condicionais completasa posteriori de � ( j� 0:T ; y1:T ) e � (� 0:T j ; y1:T ), se

estas possuírem forma fechada. Para gerar amostras da distribuição condicional completa

a posteriori de � 0:T há algoritmos e�cientes, como por exemplo, oFoward Filtering

Backward Sampling(FBBS) disponível em Carter e Kohn (1994), Frühwirth-Schnatter

(1994) e Shephard (1994). O FFBS essencialmente é uma versão simulada das recursões

de suavização (Petriset al., 2009).

Nesse contexto, pode-se escrever a distribuição conjuntaa posteriori de � 0:T dado

y1:T da seguinte forma:

� (� 0:T jy1:T ) =
TY

t=0

� (� t j� t +1: T ; y 1:T ); (3.7)

em que o último fator do produtório em (3.7) é� (� T jy1:T ), isto é, a distribuição de �ltra-

gem de� T , que, no MLD Gaussiano, éN (m T ; CT ). A expressão (3.7) sugere que, com

o objetivo de obter a distribuição do lado esquerdo da fórmula, deve-se começar gerando

amostras de� T de N (m T ; CT ) e depois, parat = T � 1; T � 2; : : : ; 0, recursivamente,

extrair amostras de� t a partir de � (� t j� t +1: T ; y1:T ), cuja distribuição éN (h t ; H t ) em

que:

h t = m t + C t G0
T +1 R � 1

T +1 (� t +1 � a t +1 );

H t = Ct � C t G0
t +1 R � 1

t +1 G t +1 C t : (3.8)

Dessa forma, tendo obtido(� t +1 ; : : : ; � T ), o próximo passo consiste em extrair� t de
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N (h t ; H t ). Perceba queh t depende do valor� t +1 que é gerado no passo anterior do

algoritmo.

Esquematicamente, o algoritmo FFBS é assim representado:

(F1) Execute o �ltro de Kalman;

(F2) Gere � T � N (m T ; CT );

(F3) Para t = T � 1; : : : ; 0, gere� t � N (h t ; H t ).

3.2 Modelo Linear de Degradação Dinâmico

Uma suposição habitual feita no modelo linear de degradação, como aquele visto no

Capítulo 2 deste trabalho é que a taxa de degradação em uma unidadei é constante ao

longo do tempo. Entretanto, conforme Ye e Xie (2015), possíveis mudanças aleatórias nas

condições físicas dos produtos contribuem para a aleatoriedade inexplicada dos processos

de degradação. Além disso, fatores ambientais podem contribuir para a aleatoriedade

não explicada. Por exemplo, nos dados de desgaste em rodas de trem (Freitaset al.,

2009), fatores externos como temperatura, lotação do trem, entre outros, podem afetar

as taxas de degradação de modo que a suposição feita no modelo de degradação linear

não parece mais ser razoável. Por outro lado, se é possível obter informação su�ciente

sobre estes fatores ambientais, pode-se tratá-los como covariáveis dependentes do tempo

e a aleatoriedade dos per�s de degradação seria reduzida (Honget al., 2015). Porém, é

quase impossível observar todos os fatores ambientais.

3.2.1 De�nição

Nesta seção, propõe-se um modelo de degradação o qual assume que a taxa de degra-

dação em cada unidadei varie ao longo do tempo. É introduzido estendendo o modelo

linear de degradação de�nido na literatura ao incorporar uma componente de evolução

dos per�s capaz de melhor acomodar as instabilidades das taxas de degradação causa-

das por fatores não explicados. Para este �m, assume-se quen unidades independentes,
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são colocadas sob teste e que, em cada unidade,mi medidas de degradação são feitas.

Denote por Yij a j -ésima medida de degradação para ai -ésima unidade, de modo que

Yj = ( Y1j ; : : : ; Ynj )t representa as medidas de degradação coletadas nasn unidades sob

teste no instante de mediçãoj .

Em um contexto dinâmico, a forma mais simples de analisar tais dados seria considerar

uma análise em cada per�l de degradação individualmente. Essa abordagem pode até

dar boas previsões, mas não faz o que comumente se chama de "pegar emprestado",

isto é, ao predizer a degradação feita para uma unidadei , não é explorada a informação

proveniente das outras unidades sob teste (Petriset al., 2009). Visando utilizar toda

a informação disponível, propõe-se o ajuste de um modelo conjunto para o processo

n-variado ((Y1;j ; : : : ; Yn;j ); j = 1; 2; : : :).

Uma suposição habitual dos modelos gerais de per�s de degradação é que todas as

unidades tenham a mesma forma funcional. Isso corresponde, no atual contexto, à hipó-

tese qualitativa de que todas elas tenham a mesma estrutura dinâmica. Assim, para cada

unidade i , i = 1; 2; : : : ; n; e cada instante de mensuraçãoj , j = 1; 2; : : : ; mi , propõe-se o

seguinte modelo:

Yij = � ij t ij + vij vij
iid
� N (0; � 2

v);

� ij = � i ( j � 1) + wij wij
iid
� N (0; � 2

w); (3.9)

em queYij é a j -ésima medida de degradação obtida nai -ésima unidade;� ij representa

a componente de estado e a taxa de degradação da unidadei no intervalo de medição

[j � 1; j ]; t ij é oj -ésimo tempo de mensuração associado à unidadei ; vij ewij representam

os erros observacional e de evolução, com respectivas variâncias associadas� 2
v e � 2

w .

Assume-se aqui que ambas são desconhecidas e invariantes no tempo.

Juntamente com o par de equações dado em (3.9) é necessário estabelecer a distribui-

ção do vetor de componente de estados inicial� 0 = ( � 10; � 20; : : : ; � n0)t dada por:

� 0 � Nn (m 0; C0); (3.10)

em quem0 e C0 são especi�cados de modo a satisfazer a informaçãoa priori disponível

sobre o vetor de componentes de estado inicial.
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No capítulo 2, a taxa de degradação do modelo linear para ai -ésima unidade era

representada por apenas um escalar� i , invariante no tempo. No modelo linear de de-

gradação dinâmico, essa taxa é quebrada em componentes de estado que evoluem ao

longo do tempo. Assim, as componentes do vetor de estados� i = ( � i 1; � i 2; : : : ; � im i )
t

têm interpretações similares e podem assumir diferentes valores para cada unidadei .

Perceba que o modelo dado em (3.9) generaliza o modelo linear de degradação (2.2),

quando uma estrutura multiplicativa para � i é considerada, isto é,D(t ij ; � i ) = � i t ij .

Para que isso ocorra, basta especi�car� 2
w = 0 em (3.9), de modo que� ij = � i para todo

j = 1; 2; : : : ; mi .

3.2.2 Inferência no Modelo Proposto

A inferência no modelo de�nido em (3.9) é facilitada se o mesmo for reescrito com a

estrutura de modelos lineares dinâmicos conforme as expressões (3.2a-c), apontadas na

Seção 3.1. Para tanto, tem-se que em cada instante de mensuraçãot = j , um número

p = n de componentes de estado está agindo no processo (um para cada per�l). Alterando

a notação, o modelo apresentado em (3.9) é equivalente ao modelo dado nas equações

(3.2a-c) fazendo-se:

� Yj
n� 1

= ( y1j ; y2j ; : : : ; ynj )0;

� F j
n� n

=

0

B
B
B
B
B
B
@

t1j 0 � � � 0

0 t2j � � � 0
...

...
. . .

...

0 0 � � � tnj

1

C
C
C
C
C
C
A

;

� � j
n� 1

= ( � 1j ; � 2j ; : : : ; � nj )0;

� v j
n� 1

= ( v1j ; v2j ; : : : ; vnj )0;

� Vj
n� n

= � 2
v � In� n ;

� G j = In� n ;

� w j
n� 1

= ( w1j ; w2j ; : : : ; wnj )0;

� W j
n� n

= � 2
w � In� n .

Para seguir com o processo de inferência do modelo (3.9), será utilizado o amostrador

de Gibbs com passos de FFBS, discutido na Seção 3.1. Conforme mencionado anteri-

ormente, as variâncias� 2
v e � 2

w são consideradas desconhecidas e, juntamente com as

componentes de estado não observadas, completam os parâmetros de interesse.
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Uma família de distribuições comumente utilizada para modelar o comportamento da

precisão é a família de distribuições Gama. Para� 2
v e � 2

w tais distribuiçõesa priori são

construídas considerando-se 1 = 1
� 2

v
e  2 = 1

� 2
w

e especi�cando-se respectivamente que

 1 � Gama(a1; b1) e  2 � Gama(a2; b2) de acordo com a função de densidade dada na

expressão (2.6).

ConsidereJ = máx(mi ); i = 1; 2; � � � ; n. Nessas circunstâncias, deseja-se obter amos-

tras da distribuição a posteriori � (� 0:J ;  1;  2jy1:J ). No amostrador de Gibbs para esse

modelo, amostras da distribuiçãoa posteriori de � 0:J ;  1 e  2 são extraídas gerando-se

a partir de suas distribuições condicionais completasa posteriori.

Para gerar os vetores de componentes de estado� 0:J , através da sua distribuição con-

dicional completaa posteriori � (� 0:J j 1;  2; y1:J ), será utilizado o FFBS, condicionando-

se nos valores de 1 e  2 mais recentemente gerados. Esse passo é realizado utilizando-se

o pacotedlm (Petris et al., 2009) do software estatísticoR (R Development Core Team,

2017).

Valores de 1 associado a� 2
v são obtidos da distribuição condicional completaa pos-

teriori � ( 1j 2; � 0:J ; y1:J ). Essa distribuição é proporcional à distribuição conjunta de

todas as quantidades envolvidas no modelo e, uma vez que assume-se queYij j� ij ; � 2
v

ind
�

N (� ij t ij ; � 2
v) e � ij j� i ( j � 1); � 2

w
ind
� N

�
� i ( j � 1); � 2

w

�
, tal distribuição é dada por:

� ( 1j 2; � 0:J ; y1:J ) / � (y1:J j� 0:J ;  1;  2)� (� 0:J j 1;  2)� ( 1;  2)

/
JY

j =1

� (y j j� j ;  1)� ( 1)

/
JY

j =1

nY

i =1

� (yij j� ij ;  1)� ( 1)

/  
Jn
2

1 exp

8
<

:
�

 1

2

JX

j =1

nX

i =1

(yij � � ij t ij )2

9
=

;
 a1 � 1

1 expf� b1 1g

/  
a1+ Jn

2 � 1
1 exp

8
<

:
�  1

2

4b1 +
1
2

JX

j =1

nX

i =1

(yij � � ij t ij )2

3

5

9
=

;
; (3.11)

e, portanto, tem-se que 1j 2; � 0:J ; y1:J � Gama
�

a1 + Jn
2 ; b1 + 1

2

P J
j =1

P n
i =1 (yij � � ij t ij )2

�
.

Amostras de 2 associado a� w são geradas da distribuição condicional completaa

posteriori � ( 2j 1; � 0:J ; y1:J ). Analogamente ao que foi feito no passo anterior, essa
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distribuição é dada por:

� ( 2j 1; � 0:J ; y1:J ) / � (y1:J j� 0:J ;  1;  2)� (� 0:J j 1;  2)� ( 1;  2)

/
JY

j =1

� (� j j� t � 1 ;  2)� ( 2)

/
JY

j =1

nY

i =1

� (� ij j� i ( j � 1) ;  2)� ( 2)

/  
Jn
2

2 exp

8
<

:
�

 2

2

JX

j =1

nX

i =1

�
� ij � � i ( j � 1)

� 2

9
=

;
 a2 � 1

2 expf� b2 2g

/  
a2+ Jn

2 � 1
2 exp

8
<

:
�  2

2

4b2 +
1
2

JX

j =1

nX

i =1

�
� ij � � i ( j � 1)

� 2

3

5

9
=

;
; (3.12)

e, portanto, tem-se que 2j 1; � 0:J ; y1:J � Gama
�

a2 + Jn
2 ; b2 + 1

2

P J
j =1

P n
i =1

�
� ij � � i ( j � 1)

� 2
�

.

Percebe-se das expressões (3.11) e (3.12) que 1 e 2 são condicionalmente independentes,

dado � 0:J e y1:J .

Assim, o algoritmo para gerar da distribuiçãoa posteriori dos parâmetros é esque-

matizado da seguinte maneira:

(D1) Especi�que os valores iniciais: 1 =  (0)
1 e  2 =  (0)

2 ;

(D2) Para k = 1; : : : ; K :

(a1) gere � 0:J
(k) a partir de �

�
� 0:J j 1 =  (k� 1)

1 ;  2 =  (k� 1)
2 ; y1:J

�
, utilizando o

FFBS;

(a2) gere (k)
1 a partir de �

�
 1j 2 =  (k� 1)

2 ; � 0:J = � 0:J
(k) ; y1:J

�
;

(a3) gere (k)
2 a partir de �

�
 2j 1 =  (k)

1 ; � 0:J = � 0:J
(k) ; y1:J

�
.

3.2.3 Inferência para o Tempo até a Falha

Conforme discutido no Capítulo 2, a análise dos modelos gerais de degradação com-

preende duas etapas: primeiramente efetua-se um ajuste nas unidades em teste para

estimar o modelo de degradação e, em sequência, é utilizada tal estimativa e a relação

entre a degradação e o tempo até a falha para serem obtidas as quantidades de interesse
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em Con�abilidade como, por exemplo, estudar o comportamento do tempo até a falha

de unidades futuras.

Ao colocar uma estrutura dinâmica nas componentes de estado que representam as

taxas de degradação no modelo (3.9), este comportamento dinâmico também se re�ete no

tempo até a falha. Pode-se dizer que a cada instante de inspeçãoj , o i -ésimo per�l, com

i = 1; 2; : : : ; n, está sujeito a uma inclinação proveniente da taxa de degradação naquele

instante que, se projetada, levaria a um dado tempo de falhaTij . Para perceber isso, seja

D ij (t ij ; � ij ) = � ij t ij o real per�l de degradação considerado para ai -ésima unidade no

instante de mediçãoj . Assim, relembrando que a falha ocorre quando a unidade atinge

o limiar crítico D f , tem-se queD f = � ij Tij ) Tij = D f

� ij
.

Nesse contexto, a distribuição preditivaa posteriori do tempo de falha dinâmico

FTij jY1:J é dada por:

FTij jY1:J = P (Tij � t jy1:J )

= P
�

D f

� ij
� t jy1:J

�

= P
�

� ij �
D f

t
jy1:J

�

= 1 � F� ij jy 1: J

�
t

D f

�
(3.13)

Nos testes de degradação, não é necessária a existência de unidades que tenham

falhado no estudo para que se possa fazer uma análise satisfatória sobre o tempo até a

falha. No entanto, quando elas ocorrem nos ensaios de degradação, é importante que

seus referidos tempos de falha sejam bem estimados, uma vez que todas as unidades em

teste servem de base para a estimação do tempo de falha de uma unidade futura.

Nesse contexto, para as unidades sob teste que já falharam, é possível investigar o

seu tempo de falha considerando a taxa de degradação estimada no instante de medição

imediatamente anterior a falha e para as demais unidades a informação para o tempo de

falha é proveniente da sua última taxa de degradação estimada pelo modelo, já que esta

representa o comportamento �nal do per�l no estudo.
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Dessa forma, considere:

 i =

8
<

:

l i ; se a unidadei falhou;

J; caso contrário;
(3.14)

em quel i é o instante de medição imediatamente anterior à falha.

Para as unidades sob teste, a estimação deFTi jY1: J (tjy1:J ) é obtida de acordo com o

seguinte esquema:

�
� (1)

i i
; � (2)

i i
; : : : ; � (u)

i i

�
) avalie � i i jy1:J em Ti i =

D f

� i i

)
�

[Ti i j� i i ]
(1) ; [Ti i j� i i ]

(2) ; : : : ; [Ti i j� i i ]
(u)

�
;

conduzindo ao seguinte estimador:

F̂Ti jY1: J (tjy1:J ) =

P u
j =1 1

n
[Ti i j� i i ]

(j ) � t
o

u
; (3.15)

Para uma unidade futura, assume-se a amostra da distribuiçãoa posteriori de � jy1:J ,

com � = ( � 1 1 ; � 2 2 ; : : : ; � n n ), como a amostra da distribuiçãoa posteriori de � n+1 jy1:J .

Assim, a estimativa deFTn +1 jY1: J (tjy1:J ) é obtida de acordo com o esquema a seguir:

0

B
B
B
B
B
B
@

� (1)
1 1

; � (2)
1 1

; : : : ; � (u)
1 1

� (1)
2 2

; � (2)
2 2

; : : : ; � (u)
2 2

...
...

. . .
...

� (1)
n n ; � (2)

n n ; : : : ; � (u)
n n

1

C
C
C
C
C
C
A

) avalie � i i jy1:J em Ti i =
D f

� i i

)

0

B
B
B
B
B
B
@

[T1 1 j� 1 1 ](1) ; [T1 1 j� 1 1 ](2) ; : : : ; [T1 1 j� 1 1 ](u)

[T2 2 j� 2 2 ](1) ; [T2 2 j� 2 2 ](2) ; : : : ; [T2 2 j� 2 2 ](u)

...
...

. . .
...

[Tn n j� n n ](1) ; [Tn n j� n n ](2) ; : : : ; [Tn n j� n n ](u)

1

C
C
C
C
C
C
A

;

levando ao seguinte estimador:

F̂Tn +1 jY (tjy ) =

P u
j =1

P n
i =1 1

n
[Ti i j� i i ]

(j ) � t
o

nu
: (3.16)
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3.2.4 Tratamento de Dados Faltantes

Na análise dos dados reais, é muito comum ter que lidar com observações faltantes.

Nos ensaios de degradação, em particular, tal condição é mais recorrente no �nal dos

estudos, principalmente em unidades sob teste que falharam. Nos dados de desgaste

em rodas de trem (Freitaset al., 2009), por exemplo, as rodas de posição MA11 que

apresentaram a falha foram substituídas e não mais foram obtidas medidas de diâmetro

após esse acontecimento (Figura 1.2).

A estrutura dos modelos de espaço de estados favorece que dados faltantes sejam

facilmente acomodados na recursão de �ltragem (Petriset al., 2009). Considere um

ensaio de degradação comn unidades sob teste e que, no instante de mediçãoj , o

vetor y j = ( y1j ; y2j ; : : : ; ynj )t possui observações faltantes. Na �ltragem, o vetory j

possui alguma informação sobre as taxas de degradação no instantej , � j , mas toda

essa informação está contida nas observações coletadas neste instante de medição. Dessa

forma, se torna possível adaptar o �ltro de Kalman para situações de dados faltantes de

modo que sejam obtidas as recursões de �ltragem.

3.2.5 Adequação do modelo

Na abordagem geral de per�s de degradação são feitas suposições sobre o modelos. Na

literatura, não é comum a veri�cação dessas suposições, principalmente a de normalidade

dos erros. A adequação do modelo é realizada essencialmente por meio dos resíduos do

modelo ajustado. Uma análise dos resíduos ajuda a determinar se as suposições feitas

sobre o modelo são adequadas.

No contexto do modelo (3.9), no instante de mediçãoj , pode-se de�nir o erro de

previsãoej como:

ej = Yj � E (Yj jy1:j � 1) = Yj � f j : (3.17)

A sequência de erros de previsão(ej ) j � 1 possui algumas propriedades importantes e

também são chamados de inovações (Petriset al., 2009). Segundo os autores, quando as

observações são univariadas, a sequência de inovações padronizadas, de�nida por~ej = ej

Q j

é um ruído Gaussiano, em queQj é de�nido em (3.3c).
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No software R (R Development Core Team, 2017), as inovações padronizadas podem

ser extraídas com o uso do pacotedlm (Petris et al., 2009) que fornece grá�cos de auto-

correlação e a estatística de Ljung e Box (Ljung e Box, 1978) para testar se as inovações

se comportam de maneira aleatória e independente. Aliado a estes métodos de diagnós-

tico, é comumente utilizado o teste de normalidade de Shapiro Wilk (Shapiro e Wilk,

1965) para veri�car a adequação da distribuição.

Para o caso de observações multivariadas, como os ensaios de degradação, os mesmos

grá�cos são aplicados de maneira univariada na sequência de inovações (Petriset al.,

2009). No Capítulo 5, ao ajustar o modelo linear de degradação dinâmico nos bancos de

dados reais, efetuou-se a adequação do modelo e os resultados estão no Apêndice B.
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Capítulo 4

Análise de dados Simulados

Neste capítulo, o objetivo é comparar o modelo linear de degradação dinâmico pro-

posto neste trabalho com o modelo linear de degradação Weibull, considerando dados

simulados.

No primeiro estudo (Seção 4.1), os per�s gerados são provenientes dos dados de de-

gradação linear Weibull. Neste contexto, de posse dos tempos de falha reais, o estudo é

dividido em dois cenários de modo a avaliar o impacto no aumento de unidades amostrais

sob teste nas estimativas obtidas pelos modelos. No segundo estudo (Seção 4.2), os per�s

simulados são oriundos dos dados de degradação linear dinâmico. Nesta seção, a análise

é dividida em dois cenários permitindo a comparação de ambos os modelos quando é

aumentada a variabilidade nas taxas de degradação em cada unidade. Nos dois estudos

também é veri�cado o impacto do aumento no número de mensurações do mecanismo de

degradação.

No ajuste do modelo linear de degradação Weibull aos dados simulados, especi�cam-se

as seguintes distribuiçõesa priori pouco informativas para os parâmetros:

8
>>>>>><

>>>>>>:

� i j(�; � ) � Weibull(� ; � );

� 2
� � Gama Invertida(a1 = 0; 01;b1 = 0; 01);

� ja2; b2 � Gama(a2 = 0; 01;b2 = 0; 01);

� ja3; b3 � Gama(a3 = 0; 01;b3 = 0; 01):

(4.1)
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No ajuste do modelo linear dinâmico de degradação, atribui-sem0 = 0, C0 = 1000 e

as seguintes distribuiçõesa priori pouco informativas:

8
<

:
 1ja1; b1 � Gama(a1 = 0; 01;b1 = 0; 01);

 2ja2; b2 � Gama(a2 = 0; 01;b2 = 0; 01):
(4.2)

Para o algoritmo MCMC, realizou-se um total de 101000 iterações, sendo 1000 para o

período de aquecimento (burn in) e saltos (lag) de 10 iterações para a amostragem. Como

resultado, obteve-se uma amostra da distribuiçãoa posteriori de tamanhou = 10000.

Ao comparar o ajuste dos dois modelos, foram considerados o vício e erro quadrático

médio (MSE) das estimativas obtidos da seguinte maneira:

Vício =
1

nR

nX

i =1

RX

j =1

�
T �

ij � T̂ij

�
; (4.3)

MSE =
1

nR

nX

i =1

RX

j =1

�
T �

ij � T̂ij

� 2
; (4.4)

em quen é o número de unidades sob teste,R é o número de réplicas,T �
ij e T̂ij repre-

sentam, respectivamente, o tempo de falha real e ajustado para ai -ésima unidade na

j -ésima réplica, comi = 1; 2; : : : ; n e j = 1; 2; : : : ; R.

4.1 Dados de Degradação Linear Weibull

Nesta seção, os per�s de degradação simulados são gerados assumindo o modelo de

degradação linear Weibull, de�nido na equação (2.2), considerando uma estrutura mul-

tiplicativa para a taxa de degradação, isto é,D(t ij ; � i ) = � i t ij . A análise dos dados

simulados é dividida em dois cenários:
8
<

:

Primeiro Cenário: n = 15 e m = 10; 20;

Segundo Cenário:n = 30 e m = 10; 20;

em quen representa o número de unidades amostrais em é o número de mensurações do

mecanismo de degradação.
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Em ambos os cenários, a geração dos per�s de degradação linear Weibull foi conduzida

da seguinte maneira:

1. Especi�cação dos valores paran e m.

2. Limar crítico de degradaçãoD f = 10.

3. Os efeitos aleatórios são gerados a partir de� i j(�; � ) � Weibull(� = 4; 5; � = 2; 2),

com i = 1; 2; : : : ; n.

4. Desvio padrão associado ao erro de mensuração� v = 0; 20.

5. Tempo de falha real para ai -ésima unidadeTi é obtido comoTi = D f

� i
.

6. Os tempos pré especi�cados sãot1 = 0; t2 = 0; 25; : : : t20 = 4; 75, para o caso em

que m = 20 e t1 = 0; t2 = 0; 25; : : : t10 = 2; 25, quandom = 10.

7. As medidas de degradaçãoyij são geradas utilizando a equaçãoyij = � i t ij + eij do

modelo linear de degradação. Os erros associados a cadayij são obtidos a partir

da distribuição Normal(0; � 2
v).

Em cada cenário, foram geradosR = 500 bancos de dados comm = 20 mensurações

do mecanismo de degradação. Para o caso em quem = 10, foram retiradas as últimas

10 medidas dos bancos de dados anteriores para manter a comparabilidade entre as duas

situações. Os valores reais especi�cados para os parâmetros do modelo foram determi-

nados como sendo próximos aos obtidos quando se ajusta o modelo linear de degradação

Weibull aos dados de corrente de operação em emissores de laser (Meeker e Escobar,

1998) (análise efetuada no Capítulo 5). Assim, garante-se uma representatividade na

prática dos dados simulados. A análise dos per�s gerados é efetuada utilizando o modelo

linear de degradação Weibull e o modelo linear de degradação dinâmico considerando os
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métodos discutidos nos Capítulos 2 e 3 para fazer inferência sobre o tempo até a falha

das unidades sob teste.

A Figura 4.1 apresenta exemplos de um banco de dados gerado em cada cenário a

partir dos dados de degradação linear Weibull. A linha vertical pontilhada destaca como

os per�s de degradação são tratados com 10 e 20 mensurações.

(a) n = 15 (b) n = 30

Figura 4.1: Exemplos de per�s simulados a partir dos dados de degradação linear Weibull para os dois

cenários analisados

A Tabela 4.1 apresenta o vício e erro quadrático médio das estimativas dos tempos de

falha das unidades sob teste estimados pelos dois modelos conforme as expressões (4.1) e

(4.2) e é acrescida do percentual de cobertura dos valores reais dos tempos de falha pelo

intervalo HPD com 95% de credibilidade. Em média, as estimativas dos tempos de falha

das unidades obtidas por ambos os modelos são superiores ao tempo de falha real, com

exceção das estimativas obtidas pelo modelo Weibull comn = 30 em = 20. Em ambos os

cenários, o vício e erro quadrático médio do modelo Weibull são menores que os obtidos

a partir do modelo dinâmico mas o percentual de cobertura deste último é superior. Ao

dobrar-se o número de mensurações do mecanismo de degradação, as estimativas dos

tempos de falha são menos viesadas e a diferença no erro quadrático médio entre os dois

modelos diminui, tornando os modelos competitivos. Ao comparar-se as estatísticas, o
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aumento no número de unidades amostrais den = 15 para n = 30 tem menor impacto

na precisão das estimativas dos tempos de falha para as unidades sob teste, do que um

aumento no número de medidas do mecanismo de degradação. Isso é principalmente

notado no MSE. Sob o modelo Weibull, assumindon = 15, por exemplo, o MSE diminui

de 0,042 sem = 10 para 0,005 sem = 20. No entanto, ao passar den = 15 para n = 30,

o MSE, comm = 10, passa de 0,042 para 0,043. Dessa forma, ao ser proposto um novo

estudo com dados de degradação linear, é mais viável que seja aumentado o número de

mensurações do mecanismo de degradação do que o número de unidades amostrais sob

teste.

Tabela 4.1: Vício médio, erro quadrático médio e percentual de cobertura para as estimativas obtidas

do tempo de falha das unidades sob teste (Dados de Degradação Linear Weibull)

Cenário m Modelo Vício MSE PC

n=15

10
Weibull -0,004 0,042 93,013

Dinâmico -0,021 0,066 96,707

20
Weibull -0,001 0,005 94,093

Dinâmico -0,005 0,015 97,360

n=30

10
Weibull -0,001 0,043 93,527

Dinâmico -0,016 0,087 97,087

20
Weibull 0,001 0,006 94,280

Dinâmico -0,003 0,014 98,053

Na Figura 4.2, a amplitude dos intervalos HPD com 95% de credibilidade é apre-

sentada gra�camente para os cenários analisados. Em ambos os casos, a amplitude dos

intervalos do modelo dinâmico são maiores que as encontradas para o modelo Weibull.

Ao passar-se dem = 10 para m = 20, os valores das amplitudes dos intervalos diminuem

e há uma diferença maior entre os dois modelos, indicando que o número de mensurações
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do mecanismo de degradação tem um impacto direto na amplitude dos intervalos.

(a) n = 15 e m = 10 (b) n = 15 e m = 20

(c) n = 30 e m = 10 (d) n = 30 e m = 20

Figura 4.2: Amplitude dos intervalos HPD com 95% de credibilidade (Dados de Degradação Linear

Weibull)

O vício das estimativas tem a sua representação grá�ca apontada na Figura 4.3.

Aumentando-se o número de medições dem = 10 para m = 20, o vício diminui em

ambos os modelos. Além disso, a diferença entre as distâncias interquartílicas obtidas
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pelos dois modelos aumenta, indicando que o modelo linear de degradação Weibull é mais

sensível quando o número de observações é dobrado.

(a) n = 15 e m = 10 (b) n = 15 e m = 20

(c) n = 30 e m = 10 (d) n = 30 e m = 20

Figura 4.3: Vício obtido nos 500 bancos de dados simulados (Dados de Degradação Linear Weibull)
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4.2 Dados de Degradação Linear Dinâmico

Nesta seção, as unidades sob teste têm suas trajetórias geradas a partir dos dados de

degradação linear dinâmico. Para a condução da análise dos dados simulados, o estudo

foi dividido em dois cenários:

8
<

:

Primeiro Cenário: n = 15; m = 10; 20 e � w = 0; 05;

Segundo Cenário:n = 15; m = 10; 20 e � w = 0; 08;

em quem e n são como especi�cados na Seção 4.1 e� w é o desvio padrão associado ao

erro de evolução do modelo. Dessa forma, é possível avaliar o impacto no aumento da

variabilidade das taxas de degradação na comparação do ajuste dos dois modelos.

Em todos os cenários, a geração dos per�s simulados foi feita da seguinte forma:

1. Especi�cação dos valores paran e m.

2. Limar crítico de degradaçãoD f = 10.

3. Especi�cação do desvio padrão associado ao erro de evolução� w , variando com o

cenário analisado.

4. As taxas de degradação iniciais para as unidades� 0 são geradas da distribuição

Normal(2; 2; 0:45). Após a especi�cação inicial do processo, as demais taxas de

degradação são geradas a partir da equação de evolução� ij = � ij � 1 + wij . Os erros

de evolução associados a cada� ij são obtidos a partir da distribuição Normal(0; � 2
w).

5. Os tempos pré especi�cados sãot1 = 0; t2 = 0; 25; : : : t20 = 4; 75, para o caso em

que m = 20 e t1 = 0; t2 = 0; 25; : : : t10 = 2; 25, quandom = 10.

6. Desvio padrão associado ao erro de mensuração� v = 0; 12.

7. As medidas de degradaçãoyij são geradas utilizando a equação observacionalyij =

� ij t ij + eij . Os erros associados a cadayij são obtidos a partir da distribuição

Normal(0; � 2
v).
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8. Todas as unidades têm seus per�s de degradação gerados até que a última atinja o

limiar critico de degradação. Dessa forma, é guardada ak-ésima taxa de degradação

imediatamente anterior a falha e de�ne-se que o tempo de falha real para ai -ésima

unidade Ti é obtido comoTi = D f

� ik
.

Em cada cenário, foram gerados 500 bancos de dados e foram guardadas asm = 20

primeiras mensurações do mecanismo de degradação. Para o caso em quem = 10, foram

retiradas as últimas 10 medidas dos bancos de dados anteriores para manter a compa-

rabilidade entre as duas situações. Os valores reais especi�cados para os parâmetros do

modelo foram determinados como sendo próximos aos obtidos quando se ajusta o modelo

linear de degradação dinâmico aos dados de corrente de operação em emissores de laser

(Meeker e Escobar, 1998). A análise dos dados gerados é efetuada utilizando o modelo

linear de degradação dinâmico e o modelo linear de degradação Weibull considerando os

métodos discutidos nos Capítulos 2 e 3 para fazer inferência sobre o tempo até a falha

das unidades sob teste.

A Figura 4.4 exibe um banco de dados gerado em cada cenário e é destacada a

abordagem comm = 10 e m = 20 medidas do mecanismo de degradação.

(a) � w = 0; 05 (b) � w = 0; 08

Figura 4.4: Exemplos de per�s simulados a partir dos dados de degradação linear dinâmico para os dois

cenários analisados

Após o ajuste dos dois modelos aos bancos de dados de degradação linear dinâmico,
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foram obtidos o vício e erro quadrático médio das estimativas. A Tabela 4.2 apresenta

estes resultados, bem como o percentual de cobertura dos intervalos HPD com 95%

de credibilidade. Percebe-se que, em média, as estimativas dos tempos de falha das

unidades obtidas por ambos os modelos são inferiores ao tempo de falha real em todos os

casos. O vício e erro quadrático médio do modelo dinâmico são menores do que aqueles

obtidos pelo modelo Weibull e, ao colocar maior variabilidade nas taxas de degradação,

as estimativas têm um acréscimo indicando maior imprecisão. Quandom = 10, essas

estimativas são mais próximas e o percentual de cobertura do intervalo HPD é menor.

Dessa forma, ao suspeitar que as unidades sob teste estão sujeitas à uma instabilidade

das taxas de degradação, é importante que sejam coletadas um maior número de medidas

do mecanismo de degradação, pois, ao passar dem = 10 para m = 20, o modelo dinâmico

se sobressai ao obter um maior percentual de cobertura do intervalo HPD.

Tabela 4.2: Vício médio, erro quadrático médio e percentual de cobertura para as estimativas obtidas

do tempo de falha das unidades sob teste (Dados de Degradação Linear Dinâmico)

Cenário m Modelo Vício MSE PC

� w = 0; 05

10
Weibull 0,127 0,598 30,691

Dinâmico 0,115 0,577 41,903

20
Weibull 0,106 0,374 40,767

Dinâmico 0,064 0,316 74,812

� w = 0; 08

10
Weibull 0,230 1,406 24,467

Dinâmico 0,207 1,367 31,667

20
Weibull 0,190 0,895 37,295

Dinâmico 0,098 0,811 71,011

A amplitude dos intervalos com 95% de credibilidade está representada na Figura 4.5.

As amplitudes dos intervalos obtidas pelo modelo dinâmico são maiores do que aquelas

fornecidas pelo modelo Weibull, com exceção do caso em que� w = 0; 08 e m = 20. Tal

fato se deve à inadequação do modelo linear em situações com maior variabilidade das

taxas de degradação e maior quantidade de medidas, isto é, bancos de dados que não

possuem trajetórias próximas da linearidade. Isso é comprovado pela Tabela 4.2, em que
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o percentual de cobertura do modelo linear Weibull se encontra bem abaixo do obtido

pelo modelo linear de degradação dinâmico nessa situação.

(a) � w = 0; 05 e m = 10 (b) � w = 0; 05 e m = 20

(c) � w = 0; 08 e m = 10 (d) � w = 0; 08 e m = 20

Figura 4.5: Amplitude dos intervalos HPD com 95% de credibilidade (Dados de Degradação Linear

Dinâmico)

O vício das estimativas neste estudo está representado gra�camente pela Figura 4.6.



60 4.2. DADOS DE DEGRADAÇÃO LINEAR DINÂMICO

Nota-se que, ao passar dem = 10 para m = 20 medidas do mecanismo de degradação, o

vício obtido pelas estimativas do modelo Weibull são maiores comparado com os valores

obtidos pelo modelo linear de degradação dinâmico.

(a) � w = 0; 05 e m = 10 (b) � w = 0; 05 e m = 20

(c) � w = 0; 08 e m = 10 (d) � w = 0; 08 e m = 20

Figura 4.6: Vício obtido nos 500 bancos de dados simulados (Dados de Degradação Linear Dinâmico)
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É importante atentar para a diferença na construção dos per�s de degradação simu-

lados em ambos os modelos. Nos dados de degradação linear Weibull, tratado na seção

anterior, ao gerar os efeitos aleatórios no começo do processo, automaticamente já se têm

conhecido os valores reais das falhas nas unidades. Assim, as medidas de degradação

obtidas em uma unidade são desvios da inclinação gerada pelo efeito aleatório, conside-

rando o erro de mensuração especi�cado. No modelo linear de degradação dinâmico, ao

gerar as taxas de degradação iniciais para as unidades, isso não traz informação direta

sobre o tempo de falha real delas. Como a análise é feita sequencialmente, as medidas de

degradação obtidas para um determinado per�l estão sujeitas não só ao erro observacio-

nal, mas também ao erro de evolução das taxas de degradação. Assim, para este estudo,

esperam-se trajetórias mais instáveis dos per�s de degradação do que aquelas obtidas no

estudo anterior.
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Capítulo 5

Aplicação a Dados Reais

Neste capítulo, analisa-se os três conjuntos de dados apresentados no Capítulo 1. Nos

dois primeiros, corrente de operação em emissores de laser (Seção 5.1) e desgaste em

rodas de trem (Seção 5.2), objetiva-se comparar o ajuste do modelo linear de degradação

Weibull e o modelo linear de degradação dinâmico proposto. Nesse contexto, considera-

se o modelo linear de degradação apresentado em (2.2) com efeito aleatório Weibull,

associando uma estrutura multiplicativa para a taxa de degradação, isto é,D(t ij ; � i ) =

� i t ij e o modelo proposto nas expressões dadas em (3.9).

No terceiro conjunto de dados, potência luminosa em diodos emissores de luz infraver-

melha (Seção 5.3), efetua-se apenas o ajuste do modelo linear dinâmico de degradação,

comparando-o com alguns resultados obtidos por Wanget al. (2017), em que o referido

banco de dados é analisado.

Para o ajuste dos modelos aos bancos de dados reais, foram consideradas as mesmas

especi�caçõesa priori dos cenários relatados na introdução do capítulo anterior, bem

como as con�gurações utilizadas para a execução dos algoritmos MCMC.

5.1 Corrente de Operação em Emissores de Laser
Nesta seção, considera-se os dados de corrente de operação em emissores de laser

apresentado em Meeker e Escobar (1998). Os per�s de degradação desse estudo são

exibidos na Figura 1.4 e nota-se que os emissores que não atingiram o limiar crítico

de degradação ultrapassaram 60% do caminho até a falha (limiar críticoD f = 10%).

Hamada (2005) adota o modelo de degradação linear dado em (2.2) para analisar tais

63
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dados e quando ajusta-se este modelo, supõe-se que a quantidade degradada em cada

unidade é distinta e constante em cada um dos tempos de inspeção.

Para motivar a metodologia proposta no Capítulo 3 no que se refere à estimação da

distribuição do tempo até a falha de unidades que já falharam no estudo, suponha que

o limiar crítico do estudo fosseD f = 6%. O per�l de no 7, exibido na Figura 5.1, teria

falhado e sua última medida de degradação tem seu incremento que destoa dos demais,

como é apresentado com maior facilidade no grá�co à direita. Isso indica que, ao ajustar

um modelo linear para os dados, essa observação poderia impactar no ajuste da taxa de

degradação estimada para o per�l e o tempo de falha dessa unidade seria subestimado.

Com o modelo proposto, é possível investigar dinamicamente o tempo até a falha na

inspeção imediatamente anterior a esse acontecimento.

Figura 5.1: Per�l de degradação e incrementos do emissor de laser no 7

5.1.1 Ajuste dos Modelos de Degradação

Para o ajuste dos modelos, o tempo foi transformado de modo que a unidade de

medida adotada é103 horas conforme consta na Figura 5.1. Avaliou-se o desempenho

dos modelos veri�cando seus comportamentos no que se refere à previsão de novas ob-

servações. Para tanto, retirou-se do banco de dados as últimasm observações em cada

per�l, com m = 1; 2; : : : ; 7, e ajustou-se os modelos. No modelo linear de degradação com

efeito aleatório Weibull, as observações retiradas foram estimadas considerando a taxa
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de degradação ajustada para cada per�l. No modelo linear dinâmico de degradação, as

observações omitidas foram estimadas com base na última taxa de degradação ajustada

em cada per�l. Para toda observação retirada, foram calculadas as medidas de acurácia

de previsão MSE, MAPE, e MAD apontadas na Subseção 3.1.5. Os resultados obtidos

encontram-se na Tabela 5.1.

Tabela 5.1: Medidas de acurácia de previsão para os modelos lineares de degradação Weibull (W) e

dinâmico (D) (Emissores de Laser)

m 1 2 3 4 5 6 7

Modelo W D W D W D W D W D W D W D

MSE 0,11 0,06

MAPE 3,26 2,14

MAD 0,25 0,18

MSE 0,05 0,02 0,13 0,09

MAPE 2,74 1,56 3,65 2,73

MAD 0,19 0,12 0,27 0,22

MSE 0,05 0,01 0,07 0,03 0,15 0,11

MAPE 2,48 1,49 3,20 2,03 4,05 3,19

MAD 0,17 0,10 0,23 0,15 0,30 0,25

MSE 0,08 0,02 0,08 0,03 0,10 0,03 0,19 0,12

MAPE 3,57 1,96 3,09 1,94 3,74 2,08 4,60 3,70

MAD 0,23 0,13 0,21 0,12 0,27 0,15 0,34 0,29

MSE 0,10 0,03 0,12 0,05 0,12 0,05 0,16 0,04 0,24 0,12

MAPE 4,65 2,36 4,38 2,89 3,95 2,77 4,54 2,22 5,33 3,54

MAD 0,28 0,14 0,28 0,19 0,27 0,19 0,33 0,15 0,39 0,27

MSE 0,09 0,05 0,15 0,09 0,17 0,11 0,18 0,11 0,24 0,14 0,33 0,22

MAPE 5,15 3,41 5,79 4,15 5,21 4,06 4,93 3,90 5,68 4,35 6,16 5,16

MAD 0,28 0,19 0,34 0,25 0,33 0,27 0,34 0,27 0,41 0,32 0,46 0,39

MSE 0,05 0,02 0,13 0,09 0,19 0,15 0,21 0,17 0,23 0,19 0,31 0,24 0,42 0,37

MAPE 4,13 2,67 6,14 5,23 6,62 5,98 6,02 5,61 5,93 5,31 6,71 6,20 6,83 6,96

MAD 0,20 0,13 0,33 0,28 0,39 0,35 0,38 0,36 0,40 0,36 0,48 0,45 0,50 0,52

Como é esperado, previsões a um número maior de passos à frente tendem a ser mais

viciadas e menos precisas sob ambos os modelos. No entanto, ao retirar até cerca de

41% dos dados, o modelo linear dinâmico de degradação fornece melhores previsões para

as observações suprimidas segundo os critérios MSE, MAPE e MAD. Isso indica que

as novas medidas da corrente de operação dos emissores de laser são mais dependentes

das últimas mensurações observadas nos per�s do que o estabelecido por todo o trajeto

de degradação das unidades. Isto é notado na Figura 5.2, que apresenta as previsões

obtidas por ambos os modelos quando foram retiradasm = 5 observações. As linhas

tracejadas e contínuas representam o ajuste dos modelos lineares de degradação Weibull

e dinâmico, respectivamente, considerando a médiaa posteriori e o intervalo HPD de

95% de probabilidade das taxas de degradação estimadas.
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Figura 5.2: Previsão param = 5 observações omitidas (quadrados brancos) considerando os modelos

lineares de degradação Weibull (linha tracejada) e dinâmico (linha contínua), para os emissores de laser

1 a 12
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Figura 5.2: Previsão param = 5 observações omitidas (quadrados brancos) considerando os modelos

lineares de degradação Weibull (linha tracejada) e dinâmico (linha contínua), para os emissores de laser

13 a 15

Nota-se da Figura 5.2, que o modelo linear dinâmico de degradação fornece melhores

previsões para as observações omitidas principalmente naqueles per�s em que as trajetó-

rias se afastam da linearidade como os emissores de laser 3,4,7 e 12. É importante avaliar

a capacidade preditiva dos modelos de degradação pois, como neste banco de dados as

unidades que não falharam já estão próximas de atingir o limiar crítico de degradação,

um modelo capaz de fornecer melhores previsões contribui com uma informação mais

precisa para estimar a distribuição do tempo até a falha.

Ao ajustar o modelo linear dinâmico de degradação no banco de dados completo, a

variabilidade que, no modelo de degradação linear Weibull era basicamente proveniente

do erro aleatório de mensuração, é quebrada em duas, a saber: a variabilidade associada

ao erro de mensuração e a variabilidade associada à evolução das componentes de estado

ao longo do tempo. A Tabela 5.2 exibe as estimativasa posteriori para as componentes

que representam a variabilidade dos modelos lineares de degradação Weibull e dinâmico.

Tabela 5.2: Estimativas a posteriori para as componentes de variância dos modelos ajustados (Emissores

de Laser)

Modelo Parâmetro Média Mediana Desv pad Hpd LI Hpd LS

Weibull � v 0,200 0,199 0,009 0,183 0,218

Dinâmico
� v 0,117 0,117 0,009 0,101 0,134

� w 0,054 0,054 0,005 0,044 0,065
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Em ambos os modelos as estimativas das componentes de variância fornecidas pelas

média e medianaa posteriori são similares. Ao incluir-se uma componente de evolução

dos per�s no modelo, a variabilidade associada ao erro de mensuração tem uma queda

de 41,5%, em média, passando de 0,2 no modelo linear de degradação Weibull para 0,117

no modelo linear dinâmico de degradação.

Ainda na primeira etapa da abordagem dos modelos gerais de per�s de degradação,

é de interesse avaliar o comportamento das taxas de degradação estimadas nos dois

modelos ajustados. A Figura 5.3 apresenta estimativasa posteriori para tais taxas nos

dois modelos. No modelo linear de degradação Weibull, cujas estimativas estão nas linhas

tracejadas, são apontadas a médiaa posteriori e intervalos HPD de 95% de credibilidade

para o efeito aleatório associado aoi � ésimo per�l, com i = 1; 2; : : : ; 15, que é invariante

no tempo. No modelo linear dinâmico de degradação, representado pelas linhas contínuas,

estão retratadas as médiasa posteriori e os intervalos HPD de 95% de credibilidade para

as taxas de degradação estimadas ao longo do tempo.

Figura 5.3: Médias a posteriori e intervalos HPD de 95% de credibilidade para as taxas de degradação

ajustadas pelos modelos lineares de degradação Weibull (linha tracejada) e dinâmico (linha contínua),

para os emissores de laser 1 a 6
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Figura 5.3: Médias a posteriori e intervalos HPD de 95% de credibilidade para as taxas de degradação

ajustadas pelos modelos lineares de degradação Weibull (linha tracejada) e dinâmico (linha contínua),

para os emissores de laser 7 a 15

A partir da Figura 5.2, nota-se que, no começo do estudo, as taxas de degradação

estimadas pelo modelo linear dinâmico de degradação possuem maior amplitude nos

intervalos HPD com 95% de probabilidade. Tal fato pode ser explicado pelo pouco número

de mensurações coletadas no início do ensaio. À medida que novas observações são

obtidas, a amplitude dos intervalos diminui. Atentando-se agora para o �nal do estudo,

onde estão as taxas de degradação estimadas responsáveis por levar a informação para
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o tempo de falha das unidades, nota-se que as maiores diferenças entre os dois modelos

foram observadas para os emissores de laser 4 e 7. Tal fato é justi�cado pela mudança

de trajetória que estes dois per�s apresentam conforme apresentado na Figura 5.2. Além

disso, ao longo do estudo, percebe-se que o comportamento das taxas de degradação é

diferente para as unidade sob teste, isto é, não há um padrão no desempenho das taxas

de degradação, indicando que cada emissor de laser carrega as suas particularidades.

No que se refere à adequação do modelo linear dinâmico de degradação aplicado nos

dados de corrente de operação em emissores de laser, o Apêndice B apresenta uma análise

das inovações padronizadas. Na Tabela B.1, são apontados os valores-P do teste Shapiro

Wilk de normalidade efetuado nas inovações padronizadas referentes a cada emissor de

laser. Nota-se que não há desvios graves da suposição de normalidade. Nos grá�cos de

diagnóstico, apresentados na Figura B.1, as inovações padronizadas se dispõem aleatori-

amente em torno do valor 0 e o teste de Ljung-Box retrata maior grau de dependência

nas inovações padronizadas dos emissores de laser 4 e 8, cujos grá�cos ACF evidenciam

maior autocorrelação dentre todas as unidades sob teste.

5.1.2 Inferência para o Tempo até a Falha

Na segunda etapa da abordagem dos modelos gerais de per�s de degradação é feita

a inferência sobre a distribuição do tempo até a falha para unidades sob teste e futura.

Considerando os métodos inferenciais apresentados para este �m nos Capítulos 2 e 3, a

Tabela 5.3 apresenta resumos da distribuição preditivaa posteriori dos tempos de falha

para as 15 unidades sob teste considerando os modelos lineares de degradação Weibull e

dinâmico, respectivamente.

A duração do estudo de corrente de operação em emissores de laser é de 4000 horas.

Da Tabela 5.3, nota-se que, apenas para os emissores de laser 1, 6 e 10, as estimativasa

posteriori do tempo médio até a falha (MTTF) são menores que esse valor. Tais emissores

são aqueles que atingiram o limiar crítico de degradação durante o ensaio e apresenta-

ram a falha. As maiores diferenças entre as estimativas obtidas pelos dois modelos são

detectadas nos emissores 4 e 7, indo de acordo com as discussões já anteriormente apre-

sentadas.
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Tabela 5.3: Tempo médio até a falha (MTTF) e percentis da distribuição preditiva a posteriori dos

tempos (103 horas) de falha para unidades sob teste obtidos pelos modelos Weibull e dinâmico (Emissores

de Laser)

Modelo MT T F jy tpj Y (0:025jy ) tpj Y (0:1jy ) tpj Y (0:5jy ) tpj Y (0:975jy )

Emissor 1
Weibull 3,710 3,655 3,673 3,709 3,767

Dinâmico 3,755 3,685 3,709 3,755 3,827

Emissor 2
Weibull 4,176 4,105 4,130 4,175 4,247

Dinâmico 4,290 4,194 4,228 4,289 4,388

Emissor 3
Weibull 5,621 5,495 5,538 5,620 5,753

Dinâmico 5,815 5,644 5,701 5,813 5,990

Emissor 4
Weibull 5,982 5,838 5,886 5,981 6,129

Dinâmico 6,472 6,255 6,328 6,470 6,699

Emissor 5
Weibull 5,433 5,317 5,356 5,432 5,555

Dinâmico 5,283 5,141 5,188 5,283 5,430

Emissor 6
Weibull 3,614 3,562 3,580 3,614 3,668

Dinâmico 3,535 3,472 3,493 3,535 3,602

Emissor 7
Weibull 6,141 5,992 6,042 6,139 6,296

Dinâmico 5,683 5,518 5,573 5,681 5,862

Emissor 8
Weibull 6,414 6,249 6,306 6,412 6,582

Dinâmico 6,419 6,212 6,280 6,418 6,635

Emissor 9
Weibull 5,068 4,966 5,000 5,067 5,175

Dinâmico 5,098 4,964 5,011 5,097 5,235

Emissor 10
Weibull 3,310 3,266 3,281 3,309 3,356

Dinâmico 3,378 3,315 3,337 3,377 3,443

Emissor 11
Weibull 5,268 5,156 5,194 5,267 5,383

Dinâmico 5,389 5,241 5,292 5,388 5,542

Emissor 12
Weibull 4,949 4,850 4,885 4,948 5,047

Dinâmico 5,078 4,945 4,989 5,078 5,214

Emissor 13
Weibull 4,780 4,688 4,720 4,779 4,875

Dinâmico 4,911 4,788 4,829 4,911 5,035

Emissor 14
Weibull 5,819 5,683 5,729 5,818 5,956

Dinâmico 5,802 5,630 5,689 5,801 5,978

Emissor 15
Weibull 6,120 5,975 6,023 6,119 6,273

Dinâmico 6,051 5,869 5,929 6,049 6,247

Suponha que o interesse está em investigar a con�abilidade de um novo emissor de

laser, isto é, de uma unidade futura. Nesse contexto, a Tabela 5.4 apresenta alguns

resumos da distribuição preditivaa posteriori dos tempos de falha de uma unidade futura,

considerando os modelos lineares de degradação Weibull e dinâmico.




